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RESUMO

Um dos grandes desafios da area de educacdo, a se destacar em
instituicbes puablicas no Brasil, € o desempenho dos alunos, que
frequentemente esta abaixo dos padr6es dos paises desenvolvidos. Trata-se
de um problema de analise complexa e que pode ser influenciada por diversos
fatores como caracteristicas cognitivas e socioeconémicas dos alunos. Esbocar
um perfil dos alunos pode representar uma abordagem estratégica bastante
importante para a escola, tendo em vista que essa informacao pode auxiliar na
identificacdo dos fatores que influenciam o desempenho dos mesmos. O
processo de descoberta de conhecimento € um processo que permite extrair
conhecimento previamente desconhecido e potencialmente til, armazenadas
em grandes bases de dados. Ele € composto por diversas etapas destacando-
se a Mineracdo de Dados. Este trabalho visa aplicar uma das principais tarefas
da mineracdo de dados, as regras de associacdo, com o propoésito de se
identificar os fatores que poderiam influenciar o desempenho académico dos
alunos das escolas publicas de Alegre.

Palavras-chave: Educacéo publica; Desempenho escolar; Descoberta de

conhecimento em base de dados; Mineragcéo de dados; Regras de associacéo.



ABSTRACT

A major challenge in the field of education, especially in public institutions
in Brazil, is the students' performance, which is often below the standards of
developed countries. It is a problem of complex analysis which can be
influenced by several factors such as cognitive and socioeconomic
characteristics of the students. Sketch a profile of the students can be a very
important to the school strategic approach, given that this information can assist
in identifying the factors that influence their performance. The process of
knowledge discovery is a process that allows extracting of previously unknown
and potentially useful knowledge stored in large databases. It consists of
several stages highlighting Data Mining. This paper aims to apply one of the
major tasks of data mining, association rules, in order to identify factors that
could influence the academic performance of students in public schools of

Alegre.

Keywords: Public Education; School performance; Knowledge discovery in

databases; Data mining; Association rules.
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1 INTRODUCAO

A educacdo €é considerada uma variavel determinante para
desenvolvimento social, politico e econdmico de um pais. Por isso € importante
identificar os obstaculos dominantes do sistema de ensino publico, de forma a
torna-lo apto para uma transformacéo sociocultural (GOMES, 1964).

Diversos sdo os problemas presentes na educacdo brasileira,
especialmente no que diz respeito a educacéao publica. Segundo Castro (1999),
o desempenho dos alunos brasileiros permanece muito distante dos padrbes
internacionais e daqueles necessarios ao desenvolvimento nacional.

Para atingir a qualidade do ensino das escolas publicas no pais é
preciso explorar os fatores que influenciam o desempenho escolar dos alunos.
O conhecimento do perfil dos alunos é uma poderosa ferramenta para a
educagdo. Com um maior conhecimento e entendimento do comportamento
dos alunos, podem-se desenvolver melhorias no atendimento e no ensino, de
acordo com as necessidades de diferentes grupos (MIYAMOTO et al.,2011).

Para Menezes Filho (2007), os componentes que mais influenciam o
desempenho escolar sédo caracteristicas familiares e do aluno como educacgéao
da mae, atraso escolar, reprovacdo prévia, condicdo socioecondmica e
trabalho fora de casa.

Além disso, é importante notar que ndo basta que os dados dos alunos
estejam disponiveis, € necessario que existam meios de se trabalhar com eles
e de se fazer diferentes cruzamentos para gerar resultados que comprovem
determinadas hipo6teses sugeridas (VIECELLI et al.,2008).

Para essa finalidade, pode-se aplicar mecanismos modernos de
tratamento de informacbes da area de mineracdo de dados. Como uma
disciplina, a mineracdo de dados estuda técnicas que tém por objetivo extrair
padrées de informacdes a partir de conjuntos de dados. Certos padrbes
extraidos, quando devidamente interpretados, podem constituir conhecimentos

relevantes para a tomada de decisdes estratégicas.
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Quando utilizamos as técnicas de mineracdo de dados no contexto
educacional, temos a Mineracdo de Dados Educacionais (Educational Data
Mining ou EDM). A EDM é uma éarea de pesquisa que tem como principal
objetivo o desenvolvimento de técnicas para explorar conjuntos de dados
coletados em ambientes educacionais. Assim, € possivel compreender de
forma mais eficaz e adequada os alunos, como eles aprendem, o papel do
contexto em que a aprendizagem ocorre, além de outros fatores que
influenciam a aprendizagem (BAKER; ISOTANI; CARVALHO, 2011).

1.1 O PROBLEMA E SUA IMPORTANCIA

Segundo Cavalcante e Santos Junior (2013), varios séo os fatores que
podem influenciar o desempenho escolar de alunos das escolas publicas.
Esses fatores podem ser internos ao funcionamento da instituicdo de ensino ou
externos, relacionados ao ambiente de convivio do aluno. Entre os fatores
internos se destacam aqueles que compdem a estrutura da escola como
laboratérios, bibliotecas, sistema de monitoria e a capacitacdo dos professores.
Os fatores externos estao associados ao perfil socioeconémico do aluno.

Mesmo que a escola tenha uma Otima estrutura e corpo docente
qualificado, ndo se pode garantir bom desempenho se o0 aluno néo estiver
motivado na busca pelo conhecimento. Para Gil (2011), além dos habitos de
estudos, a motivacdo do aluno é uma importante variavel na determinacédo do
sucesso na aprendizagem. Assim, uma conjugacédo entre fatores relacionados
a escola e ao aluno poderia trazer um melhor desempenho escolar.

Como fatores externos associados ao desempenho escolar, Barros e
Mendonca (2000) destacam aqueles relacionados ao ambiente familiar como a
escolaridade do pai, a escolaridade da mae e a renda da familia.

Para Biondi e Felicio (2007), a determinacdo dos fatores que afetam o
desempenho académico dos alunos é fundamental para rever e avaliar as
praticas educacionais e nortear as estratégias educacionais para a melhoria da
qualidade da educacéao publica brasileira principalmente no que diz respeito ao

desempenho escolar.
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O uso de técnicas de mineracdo de dados é uma interessante
abordagem para se extrair e analisar os fatores que contribuem para o
desempenho escolar dos alunos.

Esse problema foi abordado no trabalho de Namem e Soares (2011)
onde demostrou com o uso de mineracdo de dados a identificacdo de
associacfes entre variaveis relacionadas ao ensino de Lingua Portuguesa para
alunos da quarta série do ensino fundamental do Estado do Rio de Janeiro, que
alguns fatores, como falta de incentivo dos pais, reprovacéo prévia do aluno e
atuacao do aluno em trabalho domeéstico e/ou em trabalho fora de casa, entre
outros, exercem influéncia sobre o aprendizado e o desempenho do estudante.

No presente trabalho, o problema do desempenho académico em
escolas publicas da cidade de Alegre-ES sera abordado por meio do emprego
de uma estratégia de mineracdo de dados como ferramenta para extracdo de
informacdes potencialmente Uteis, implicitamente existentes nas bases de

dados dos alunos dessas escolas.

1.2 OBJETIVOS

Nessa secdo serdo descritos o objetivo geral do trabalho e os objetivos

especificos.

1.2.1 Objetivo Geral

7

O objetivo deste trabalho é estudar os conceitos e técnicas de
mineracdo de dados e conduzir um processo de descoberta de conhecimento
em base de dados (KDD, do inglés knowledge-discovery in databases) na
tentativa de extrair padrbes a partir de dados de alunos de escolas publicas da
cidade de Alegre — ES que possam ser utilizados para se compreender quais
fatores poderiam ter relacdo com o desempenho escolar desses estudantes.
Sera utilizada a ferramenta de mineracdo de dados WEKA (acrénimo para a
expressdo em inglés: Waikato Environment for Knowledge Analysis)
(UNIVERSITY OF WAIKATO, 2004)
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1.2.2 Objetivos Especificos

e Realizar um estudo sobre mineracdo de dados e suas técnicas e definir
a tarefa de mineracdo de dados a ser aplicada ao problema abordado
nesse trabalho.

e Obter e selecionar os dados educacionais relevantes para a pesquisa.

e Analisar os dados e representa-los em formato aceito pela ferramenta
WEKA.

e Aplicar o algoritmo APRIORI para a extracao de regras de associacao.

e Analisar e interpretar os resultados obtidos

14



2 REVISAO BIBLIOGRAFICA

Esse capitulo estd organizado em duas partes. Na primeira parte sao
destacados trabalhos e relatos de pesquisas referentes ao processo de busca
de informacbes em bases de dados educacionais, na sequéncia, sao

apresentados conceitos e definicbes necessarios a compreensdo deste

trabalho, relacionadas com a area de mineracéo de dados.

2.1 TRABALHOS CORRELATADOS

Merceron e Yacef (2005) propuseram um estudo demonstrando como o
uso da técnica Regras de Associacao (Witten et al.,, 2011) pode ajudar a
descobrir conhecimentos pedagdgicos relevantes extraidos do banco de dados
do ITS LogiclTA utilizado na Universidade de Sydney. Buscou-se descobrir
quais sdo os erros que ocorrem com frequéncia durante a resolucdo dos
exercicios. Estes resultados puderam ser utilizados por professores para
revisdo de materiais do curso ou para enfatizar detalhes durante a explicacao
dos conceitos aos estudantes.

Gottardo (2012) aplicou técnicas de mineracdo de dados sobre um um
conjunto de atributos para representar estudantes em um curso a distancia
(EAD) utilizando um AVA, foi possivel entdo a obter estimativas sobre o
desempenho futuro de estudantes. Esse conjunto de atributos escolhido
considera trés dimensdes: perfil de uso do AVA, interacdo estudante-estudante
e interacdo bidirecional estudante-professor. Neste trabalho, um estudo com
sete experimentos foram realizados e apresentam diferentes cenarios em que
as estimativas sobre o desempenho foram obtidas. Os resultados desses
experimentos apontam para a viabilidade desta proposta, tendo em vista os
indices promissores de acuracia obtidos na classificacdo de estudantes quanto
ao seu desempenho final nos cursos.

Carniel (2013) abordou o tema evasao escolar em instituicbes de ensino
superior e utilizou dados dos alunos do curso de Ciéncia da Computacdo da
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UNIVALI (Universidade do Vale do Itajai), Campus Itajai/SC, identificando
grupos de risco, faixa etéria de alunos mais propensos a evasao e classificando
alunos por tipo de afastamento. Aplicou trés tarefas de mineragao de dados.

A primeira foi a Clusterizacdo, em trés experimentos distintos
apresentados com a finalidade de agrupar os alunos pelas suas semelhancas
sendo que cada cluster agrupou alunos com mais caracteristicas comuns, uma
constatacdo importante gerada através do uso de cluster foi que a evasao
independe das notas dos alunos, sendo que alunos com notas para aprovacao
evadem na mesma proporgéo de alunos com notas para evasao

Depois aplicou a regra associagdo com 0 objetivo de encontrar regras
frequentes que identificam relacdes entre a evasao e algum comportamento ou
caracteristica frequente entre os alunos evadidos, também nesta linha tentou-
se encontrar estas relacdes para os alunos nao evadidos, foi realizado em
quatro experimentos distintos. Com uso desse tarefa pode fazer um
apontamento de disciplinas e areas especificas as quais 0s alunos evadidos
cursaram no semestre em que evadiram, em determinados anos da pesquisa.
Na maioria dos casos séo disciplinas dos primeiros periodos académicos.

Por fim se aplicou a Classificacdo na tentativa de agrupar os alunos em
classes pré-definidas através dos atributos referentes a evasdo e ao
desempenho escolar como por exemplo Tipo de Afastamento e as Médias
Calculadas. Para esta tarefa foram trabalhadas trés pesquisas no qual indicam
que os resultados gerados através dessa regra pode ser passiveis de novos
estudos, pois com uma melhor analise dos atributos dos alunos, selecionando
atributos disponiveis ja no inicio da vida académica do aluno pode ser possivel
classificar novos alunos e tentar prever possiveis alunos com possiveis
dificuldades de aprendizado no curso e ou consequentemente passiveis de
evasao.

Pimentel e Omar (2006) descrevem um estudo de caso e apresentam
um modelo para a aplicacéo das tarefas de regra de associagao e classificacéo
a fim de descobrir conhecimentos a respeito de um aluno ou de um grupo de
alunos, em dados coletados por meio de avaliagbes. Espera-se com isto criar
mecanismos capazes de apoiar a avaliagdo formativa com feedback adequado

para professor e aluno.
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Em uma pesquisa semelhante realizado por Trindade e Costa (2012),
com o objetivo de aplicar uma técnica de Mineragdo de Dados para avaliar o
nivel de gestdo académica de alunos pré-vestibulandos, comparando a
localidade com o tipo de escola (administracdo publica ou privada), estudou
resultados apresentados por uma analise de atributos, utilizando-se 392
alunos, em Minas Gerais, com o critério de selecdo do suporte minimo de 1%,
confianca minima de 50% e lift minimo de 1.01. Como resultados, os autores
encontraram que 302 alunos que cursaram 0 ensino médio em Escola
Estadual, apresentaram confianca (conf) de 77%, onde o valor do lift destacou
que a chance de um candidato de Diamantina ter cursado o ensino médio em
escola estadual era 1.61 vezes maior que o suporte esperado. Como
conclusdes, a partir das regras geradas com essas medidas de interesse, foi
possivel concluir que ha uma diferenca no perfil dos candidatos quanto a
localizagéo e o tipo de escola onde estudaram: onde os alunos do interior de
Minas Gerais concluiram o ensino médio em escola estadual. J& os candidatos

da regido metropolitana, concluiram o ensino médio em escola particular.

2.2 CONCEITOS E DEFINICOES

221 Processo de KDD

A descoberta de conhecimento em base de dados consiste do processo
de descobrir conhecimento util em grandes bases de dados. Segundo Fayyad,
et al (1996), KDD pode ser caracterizado como um processo nao trivial de
identificacdo de padrbes validos, inovadores, potencialmente uteis e
compreensiveis em bases de dados. Na Figura 1 € apresentado como esse
processo é divido em varias etapas que serdo descritos nas seguintes

subsecodes.
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Bases de dados  Arquivos texto (Flat files)

Figura 1 — Processo de KDD

Fonte: Elaborada pelo autor

2.2.1.1 Pré Processamento

Os dados muitas vezes precisam de preparacao antes de passar para a
etapa de mineracdo. Nessa etapa, ocorre a preparacdo das informacdes para a
geracdo de uma base de dados consistente que possa ser utilizada de forma
adequada. A integracdo de dados de diferentes bases de dados que muitas
vezes sao obtidos em diferentes formatos, a remocdo de informacdes
consideradas desnecesséarias e a adequacdo dos dados para assegurar
formatos consistentes sdo tarefas comuns no pré-processamento.

Abaixo sdo resumidos detalhes de algumas das atividades que podem
ser realizadas nessa etapa preliminar de preparacdo dos dados (HAN;
KAMBER, 2006):

o Valores ausentes: os valores de alguns atributos podem néo
estar presentes nas bases. Para resolver esse problema pode-se: ignorar os
registros que possuem valores ausentes; preencher os valores ausentes
manualmente; usar um valor constante ou usar o valor médio do atributo.

o Valores fora do padréao (valores aberrantes ou outliers): Para
lidar com esse tipo de problema pode-se utilizar analise de agrupamentos, que

consiste no agrupamento dos valores similares, facilitando a identificagédo e
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exclusado de valores fora do padrdo; inspecao humana e computadorizada para
identificar e excluir os valores fora do padréao; e regressao, na qual os dados
podem ser ajustados por meio de fun¢des de regresséao.

o Dados inconsistentes: erros que ocorrem normalmente porque o
usuario entra com um dado incorreto. Outro tipo de inconsisténcia nos dados é
a redundancia, que ocorre quando sao registrados dados que possuem 0O
mesmo valor semantico, mas que foram inseridos com valores diferentes. Uma
forma de resolver esse problema é por meio da andlise de correlacdo, que

consiste na medida de relacionamento entre dois atributos.

2.2.1.2 Selecéo

Geralmente as bases de dados armazenam varios atributos de uma
entidade, mas nem sempre todos estes atributos sao relevantes para a analise
em questdo. Atributos sdo as informacbes que referenciam a entidade, a
entidade é uma representacdo de um conjunto de informacBes sobre
determinado conceito, por exemplo aluno seria uma entidade e idade, matricula
e CPF seriam atributos dessa entidade.

Faz-se necessario uma criteriosa selecdo de quais atributos no conjunto
de dados realmente representam informacdes relevantes para uso no processo
de KDD (MORAIS, 2010).

2.2.1.3 Transformacgéo

A etapa de transformacdo consiste na transformacédo ou consolidacéo
dos dados em formatos utilizaveis, de acordo com a técnica de mineracao de
dados utilizada na proxima etapa. Entre as transformacfes tipicamente
utilizadas tem-se a normalizacdo de atributos, a padronizacédo de atributos, a
reducio de dados e a criagdo de novos atributos (BURKLE, 2006)
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2214 Mineracao de Dados
Essa etapa € a mais importante do processo KDD, na qual sdo aplicadas
tarefas de mineragcdo para a extracdo de padrdes de interesse a partir dos

dados. Essa etapa sera descrita detalhadamente na secéo 2.2.2.

2.2.1.5 Interpretacao

Nem todos os padrbes descobertos tém importancia para o problema em
questdo. Para Morais (2010) os resultados obtidos devem ser avaliados por
analistas para que seja verificada a utilidade dos mesmos. Os padrbes que
forem julgados uteis devem ser interpretados de forma que se tornem

compreensiveis para 0s usuarios.

2.2.1.6 Conhecimento

Na ultima etapa do processo de KDD ocorre a extracdo do conhecimento
que € incorporado a um sistema, podendo ser utilizado diretamente pelo
usuario final ou, simplesmente, documentado e relatado as pessoas
interessadas. Os resultados dos passos anteriores ainda devem ser analisados
para que possiveis conflitos entre o conhecimento existente e o conhecimento
adquirido sejam resolvidos (FAYYAD, et al., 1996).

2.2.2 Mineracédo de Dados

Segundo Hand et al. (2001), a mineracao de dados € a analise de
grandes conjuntos de dados a fim de encontrar relacionamentos inesperados e
de resumir os dados de uma forma que eles sejam Uteis para a tomada de

decisao.

7

Essa é uma éarea de pesquisa multidisciplinar, que inclui inteligéncia
computacional, matematica, estatistica e banco de dados. Um dos grandes
desafios da mineracdo de dados é propor algoritmos que sejam capazes de
trabalhar com grandes quantidades de dados. (MORAIS, 2010).

Para Fayyad, et al (1996), o processo de mineracdo de dados possui
dois objetivos principais: predicdo, em que a ideia é prever o comportamento

futuro de algumas variaveis da base de dados e a descricdo, em que a ideia é
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identificar padrfes existentes nas bases de dados que sejam possivel
interpreta-los.

As tarefas em mineragdo de dados estéo relacionadas ao objetivo que
se deseja buscar, isto €, ao tipo de padrédo que se deseja encontrar nas bases
de dados enquanto que uma técnica esta relacionada a como encontrar 0s
padrdes de interesse. Podem ser citadas as seguintes tarefas de mineragao de
dados (FAYYAD, et al 1996):

o Classificacao: consiste em determinar uma fungdo que associe
cada item de uma base dados a uma das classes previamente definidas de
acordo com a similaridade de alguma caracteristica dos dados. Por exemplo,
em um supermercado podemos classificar os produtos em algumas classes
predefinidas: frios, laticinios, produtos de higiene, etc.

. Associacéao: identifica grupos de dados que ocorrem em conjunto
ou de forma associada e usa essa informacdo para a tomada de decisfes.
Exemplo de seu uso € se 50% dos consumidores que compram o produto A
comprarem também o produto B, colocar esses produtos em prateleiras
préximas ou estimular a compra em conjunto desses itens pode aumentar as
vendas. Essa tarefa sera mais detalhada na secédo 2.2.3.

. Regressao: consiste em prever o valor de uma variavel com base
nos valores de outras variaveis. Algumas aplicacbes dessa tarefa incluem:
estimar o PIB de um pais; estimar a probabilidade de um paciente sobreviver e

prever séries temporais.

. Andlise de Séries Temporais: evidencia sequéncias de a¢des ou
acontecimentos presentes em uma base de dados organizada de forma
temporal.

o Sumarizacdo: consiste em definir um conjunto minimo de
caracteristicas que seja capaz de identificar um subconjunto de objetos. Séo
geralmente aplicadas em analise exploratéria de dados e geracéo de relatorios
automatizados.

o Agrupamento (Clustering): visa identificar e agrupar dados
baseando-se em algum critério de similaridade. Os dados sdo agrupados de
maneira que aqueles que pertencem ao mesmo grupo possuem alta

similaridade entre si, mas sdo pouco similares aos dados associados aos
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demais grupos. Uma possivel aplicacdo dessa tarefa pode ser a separacéo de
comportamentos suspeitos em base de dados em um processo de auditoria
(CAMILO; SILVA, 2009).

2.2.3 Regras de Associacao

2.2.3.1 Definicao

A regra de associacdo € uma das principais tarefas da mineracdo de
dados que consiste em encontrar relacionamentos entre dados armazenados.
A ideia bésica da extracdo de regras de associacdo esta na analise da
ocorréncia conjunta de itens em uma mesma transagdo (VASCONCELOS.
CARVALHO 2004). Uma transacdo consiste por uma ou mais operacdes de
acesso a base de dados, onde cada transacdo € composta por um conjunto de
itens, presentes na base de dados transacional. As bases de dados
transacionais sdo todas as informacfes histdricas armazenadas ao longo do
tempo de vida de uma organizacdo, como por exemplo cadastros de clientes,
produtos, fornecedores, entradas e saidas de estoque.

As regras de associacao sao representadas na forma X =>Y, que se |é
X implica em Y, sendo X denominado o0 antecessor e Y o consequente, e Xe Y
séo dois itemsets distintos em uma base de dados.

Supondo um exemplo pratico, ilustra-se uma pequena base de dados de
produtos de uma empresa ficticia como na Figura 2. A cada grupo de itens que
€ vendido pela empresa da-se o nome de itemset. Um itemset com k elementos
€ chamado de k-itemset. A Figura 3 mostra esses itemsets em transacfes

comerciais.

Produto (ltem)
biscoito
manteiga
arroz

feijdo

ovos

café

leite

péao

queijo

Figura 2 — Representacéo da base de dados de produtos
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Fonte: Morais, 2010

Transacgodes | Produtos Comprados

1 biscoito, manteiga, café, arroz

2 manteiga, feijao, ovos, pao, queijo

3 café, leite, ovos, pao

-+ leite, café, manteiga, feijao, pao, arroz
5 leite, café, pao, queijo

Figura 3 — base de dados com transacfes de compras
Fonte: Morais, 2010

Um exemplo de regra de associacao gerada a partir das transacdes de
compra da Figura 3, seria {queijo} => {p&o}. A interpretacdo desta regra € que
clientes que compram queijo e leite tendem a comprar pdo também. Porém, a
reciproca desta relacdo ndo necessariamente € verdadeira, isto €, nem sempre
pode-se afirmar que clientes que compram pao tendem a comprar queijo.

Medidas de interesse sao utilizadas para avaliar o quéo interessante é
uma regra de associacao ou sua validade em relacdo a base de dados da qual
essa regra foi extraida, suporte e confiangca sdo as principais medidas de
interesse aplicadas as regras de associacdo (GONCALVES, 2005). Essas
métricas podem ser utilizadas para limitar a quantidade de regras que serao
extraidas e para descrever 0 quao interessante € uma regra.

O suporte do itemset A, denotado por sup(A), indica a porcentagem de
transacfes da base de dados que contém os itens de A, ou seja:

Sup (4) = %A). 100

Em que n(A) é nimero de transac¢des nas quais A ocorre e N € o numero
total de transacdes da base de dados. Na Figura 3, por exemplo, o suporte do
itemset café é 80%.

Ja o suporte da regra de associacdo é a frequéncia com a qual um
itemset ocorre simultaneamente com outro itemset considerando-se todas as

transacoes da base, ou seja:

FrequénciaXeY

Sup (X =>Y) = 100

TotaldeTransacdes’
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Como exemplo, o suporte da regra {café, leite} =>{manteiga}

considerando os dados presentes na tabela 2 é calculado como:
3
Sup ({café} => {pao}):= < 100 = 60

A confianca de uma regra de associacao é a frequéncia com que X e Y
ocorrem juntos em relacéo a todas as transacfes de que contém X (MOTTA,
2010). A confianca € obtida pela férmula:

) FrequénciadeXeY
Confianca(X,Y = X) =

FrequénciadeX
Considerando os dados da Figura 3, a confianca da regra {café, leite} =>

{pao} é calculado como:
3
Confianca({café,leite} => {pdo}) = 3 100 = 100

Segundo Berry e Linoff (1997) a confianca é a frequéncia com que o
relacionamento mantém-se verdadeiro na amostra e O suporte como a
frequéncia com que a combinacao acontece.

Segundo Gongalves (2005) o modelo mais usado em regras de
associacdo, costuma ser referenciado na literatura como modelo
Suporte/Confianca que consiste em encontrar todas as regras que possuam
suporte e confianca maiores ou iguais, a um suporte minimo (SupMin) e uma
confianca minima (ConfMin), estabelecido pelo usuario. No modelo
Suporte/Confianca os dados sdo minerados em duas fases:

Na primeira fase encontra-se todos 0s conjuntos de itens que possuem
suporte maior ou igual ao SupMin. Estes conjuntos sdo chamados de conjuntos
frequentes. Depois para cada conjunto frequente encontrado na primeira fase,
gera-se as regras de associacdo que possuem confiangca maior ou igual a
ConfMin.

Ao usar o modelo Suporte/Confianga com os dados da Figura 3, é
possivel obter varias regras de associacdo, algumas das quais estdo indicadas
na Tabela 1. Os valores mostrados na segunda (SUP,) e terceira coluna (SUPg)
sdo os suporte do item antecedente e o suporte do item consequente na base
de dados respectivamente, ja a quarta e a quinta coluna sdo o suporte e a

confianga da regra. Considerando SupMin de 30% e ConfMin de 60%.
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Tabela 1: exemplos dos indices de suporte e confianga

Regra (A=>B)  SUP, _ SUP; _ SUB CONF
Leite=>Café 60% 80% 60% 100%
Queijo => Pdo0  40% 80% 40% 100%
Ovos => Pao 40% 80% 40% 100%

Experimentos apresentados em Zheng, et al (2001) demonstraram que a
mineragdo de bases de dados reais usando o modelo Suporte/Confianca pode
levar a geracdo de centenas de milhares de regras. Além disso, grande parte
destes resultados minerados costuma ser composto por regras Obvias,
redundantes ou, até mesmo, contraditorias.

Outras medidas de interesse diferentes do suporte e da confianga foram
propostas com o intuito de identificar as regras que sao, de fato, relevantes e
Uteis dentre as muitas que podem ser mineradas.

O LIFT é um exemplo de outra medida de interesse usada em regras de
associacdo. Também conhecida como Interest, foi proposta por BRIN et
al.(1997) e é utilizada para avaliar as dependéncias entre o conjunto de itens
do antecedente e do consequente de uma regra de associacdo. Esta medida
indica o quanto mais frequente torna-se Y quando X ocorre.

Confianca(X =>Y)
Suporte(Y)

LIFT(X =>Y) =

De acordo com Gongalves (2005) a variagao do LIFT mostra que:
. LIFT(X => Y) = 1: independéncia entre os conjuntos de itens

antecedente e consequente.

. LIFT(X => Y) < 1:0s conjuntos de itens X e Y sdo negativamente
dependentes.

. LIFT(X => Y) > 1:0s conjuntos de itens X e Y sdo positivamente
dependentes.

Na Tabela 2 sdo apresentadas as medidas de suporte, confianca e LIFT
das regras geradas na aplicacdo do modelo suporte-confianca, utilizando
SupMin de 20% e ConfMin de 60%, da base de dados ilustrada na Figura 2.
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Tabela 2: Regras geradas com a medida LIFT
Regra (A=>B) SUP, SUPg SUB CONF LIFT

Leite=>Café 60% 80% 60% 100% 1.25
Queijo => Péo 40% 80% 40% 100% 1.25
Ovos => Péao 40% 80% 40% 100% 1.25
Arroz => Feijéo 40% 40% 20% 50% 1.25

E importante observar que o LIFT consegue destacar com maior
facilidade a dependéncia positiva entre conjuntos de itens que possuem uma
confianca baixa. Por exemplo {Arroz => Feijao} ndo satisfazem a confianca
minima, porém essa regra possui um LIFT positivo 0 que mostra dependéncia
positiva entre o0 antecedente e o consequente da regra, o suporte real da regra
€ 1,25 maior que o suporte esperado. O suporte real é a probabilidade conjunta
de A e B do conjunto de itens (A U B), enquanto a probabilidade conjunta sob
independéncia representa o suporte esperado do mesmo conjunto (Burkle,
2006). Ou seja, a probabilidade conjunta de arroz e feijao ocorrerem juntos €
maior que probabilidade deles ocorrerem de forma independentes na base de

dados.

2.2.3.2 Algoritmo Apriori

O algoritmo Apriori é considerado um dos mais importantes algoritmos
para extracdo de Regras de Associacdo. Desenvolvido por Agrawal e Srikant
(1994), esse algoritmo é capaz de encontrar todos os itemsets frequentes em
uma base de dados. Os itemsets frequentes sdo aqueles que apresentam
suporte maior que o suporte minimo estabelecido pelo usuario.

Esse algoritmo possui a propriedade antimonotbnica que diz que um
conjunto de itens ndo é frequente se possuir pelo menos um subconjunto de
itens que ndo € frequente, ou seja, para que um itemset seja frequente &
necessario que todos os itemsets contidos nele sejam também frequentes.
Caso um unico itemset contido nele ndo seja frequente, seu suporte nem
precisa ser calculado (o banco de dados nao precisa ser varrido), pois

sabemos previamente que ele nunca podera ser frequente (AMO, 2004).
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Segundo Gillmeister e Cazella (2009), primeiramente o algoritmo faz
vérias passagens sobre a base de dados com o intuito de selecionar todos os
conjuntos de itens frequentes, sendo que, em cada um destes passos, primeiro
gera um conjunto de itens candidatos e entdo percorre a base de dados para
determinar se os candidatos satisfazem o suporte minimo estabelecido por

parametro. Na Figura 4 é apresentado o funcionamento do algoritmo.

APRIORI(D, freq_min) {
L1 = {todos os itens freqiientes em D de tamanho 1};
*  Para(k=2;Lk-1<>vazio; k++){
— Ck={candidatos gerados pela combinacdo dos elementos de Lk-1};
Para cada elemento E de Ck {
* ParacadasubconjuntoS de E {
— SeS<>Lk-1entdo Ck=Ck—-E;

= %
— Paracadatransacdo Tde D{
* Paracadaelemento E de Ck {
— Se E esta contido em T entdo freq(E) = freq(E) + 1;
A
ol
— Paracadaelemento E de Ck {
* Sefreq(E)>freq_minentdo Lk= Lk + E;
= -
-
*  retornar UkLk;
I
Figura 4 - Algoritmo Apriori

De acordo com a figura 4, primeiramente, L1 que é o conjunto de itens
com somente um elemento, é gerado, na sequéncia tem-se um lagco com k
passos, basicamente é a geracdo do grupo de itens candidatos Ck, através dos
itens gerados no passo anterior (conjunto de Lk-1). Depois é realizado a poda
que é quando sdo descartados para cada subconjunto de itens de Ck, os que
ndo estiverem em Lk-1, pois ndo terd a menor chance de ser frequente. Assim,
nesta fase € calculado o conjunto (Ci) = (C’k) — {conjunto de itemsets podados}.

Depois é executado a tarefa no lago k, que consisti um outro lagco para
contagem do suporte dos itens (E) do grupo candidato Ck, onde cada
transacdo da base de dados é analisada. Neste momento, cada candidato c
tera ao final o seu suporte computado, e no proximo passo k, os itens que néo

obtiveram o suporte minimo estabelecido sao excluidos.
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2.1.4 Ferramenta de mineracdo de dados

Nesse trabalho, para realizar a extracao de regras de associagao a partir
da base de dados académica analisada, foi utilizada a ferramenta
WEKA(Waikato Environment for Knowledge Analysis), por ser um framework
de codigo aberto e por prover na mesma ferramenta o pré-processamento de
dados, agrupamento ou clustering, classificacdo, regresséo, visualizacdo e
regras de associagcdo de dados, o WEKA permite que os algoritmos possam
ser aplicados diretamente a determinado conjunto de dados através da
interface grafica de usuario, que foi desenvolvido pela Universidade de
Waikato, na Nova Zelandia (UNIVERSITY OF WAIKATO, 2004).

Na Figura 5 é apresentada a tela de pré-processamento da ferramenta.

£ Weka Explorer |

Preproc fy | Gluster | Associate | Select attributes | visusize.

\ Openlxe J Open LRL... H Open DB... H Generate... | [ Edit... J[ Save... ]

Filter
Choose | None
B

relation
Relation: DADOSESCOLARES
Instances: 199 Attributes: 8§

Attributes

2| [bolsafamiia

3| Jendereco

4| [reprovou

5| |porcentagemFatas.
6 [natasPortugues
7| InotasMatematica
8] [urmo

oK

Figura 5- Tela de pré-processamento da ferramenta WEKA.
Fonte: Costa, 2007

As partes destacadas na figuram séo descritas a seguir:

A - Botdo que permite a selecdo de bases de dados no formato ARFF
(Attribute-Relation File Format);

B- Nessa éarea podem ser selecionados algoritmos de pré-
processamento dos dados, como por exemplo, discretizacao de atributos;

C- Listagem dos atributos da base de dados;

D- Area reservada para exibicdo de estatisticas dos atributos da base de
dados.
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A ferramenta WEKA recebe como entrada arquivos no formato ARFF,
que € descrito no apéndice A, composto por 3 elementos: relation, que define
um nome para a base de dados; atribute, onde sdo especificados os atributos
que compdem a base de dados e data, que sdo os dados separados por
virgulas (MORAIS, 2010).

A ferramenta possui implementag8es de varios algoritmos de mineracao
de dados, incluindo o Apriori. Nesse ambiente, o usuario pode escolher os

algoritmos de regras de associacgao pelo botdo “Choose”.
€ Weks Explorer A — s = w0 |

I| Preprocess | Classify I Clusber| Associate | Select attributes I Visualize|
Assodator
Choose &4 weka guiGenericObjectEditor =
weka. associations. Apriori
Stary
About
Result list (right . . o §
Class implementing an Apriori-type algorithm.
Capabilities
car [False =
dassIndex |-1
delta |0.05
lowerBoundMinSupport (0.1
metricType _Cunﬁdenc& - |
minMetric 0.9
numRules |10
outputltemSets False -
remaveAlMissingCols :False -
significancelevel |-1.0
upperBoundMinSupport | 1.0
Status verbose |False -
oK Log w x0
— [ Open... 1 [ Save... ] I oK ] [ Cancel ]

Figura 6 — Tela de Definicdo dos Parametros do Apriori

No WEKA, as regras geradas séo listadas de forma ordenada pelo valor
da medida de interesse e 0s valores numéricos a direita dos itens antecedentes
e consequentes das regras representam o niumero de suas ocorréncias, isto €,
0 suporte do itemset. Por exemplo a regra:

porcentagemFaltas='(9.47-12.26]'31==>notasMatematica='(59.5-67.6]'22
conf:(0.71).

PorcentagemFaltas='(9.47-12.26]'31 representa 0 antecedente da regra,
sendo o valor 31 o nimero de registros na base de dados em que o atributo
porcentagemFaltas obteve valores entre 9.47 e 12.26 e consequente
notasMatematica='(59.5-67.6]' 22 diz e sendo que 22 vezes o atributo nota de
matematica obteve valores entre 59,5 e 67,6.
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3 METODOLOGIA

Esta secdo descreve a metodologia de mineracdo de dados
desenvolvida no presente trabalho.

A metodologia proposta nesse trabalho consiste de se aplicar o algoritmo
Apriori, por meio da ferramenta WEKA, para a extracdo de regras de
associacdo a partir do dados de alunos de trés escolas publicas do municipio
de Alegre. O objetivo € buscar associacdes que indiqguem fatores que possam
influenciar o desempenho escolar desses alunos. Os dados utilizados foram
dos alunos do nono ano (antiga oitava série) obtidos em trés escolas do
Municipio de Alegre. Duas dessas escolas situam-se em bairros de Alegre,
sendo uma no centro e outra no bairro Vila do Sul. A outra escola é localizada

no distrito de Anutiba.

3.1 AQUISICAO DOS DADOS ESCOLARES

Ponto inicial do projeto foi a aquisicdo dos dados escolares junto as escolas.
Os dados foram obtidos nas préprias escolas de forma manual por meio do
preenchimento de uma planilha eletrénica com os dados dos alunos.

A base de dados em questdo é formada por dados de 199 alunos do
nono ano em 2013 de trés escolas do municipio de Alegre. Em que 120 alunos
sdo da escola localizada no centro de Alegre, 58 alunos pertencem a outra
escola localizada em Alegre e 21 alunos pertencem a escola localizada em um
distrito do municipio. Como forma de identificar as escolas ao longo do trabalho
as escolas serdo associadas como escola A, escola B e escola C
respectivamente

Um dos problemas foi coletar os dados com informacdes associados a
origem socioecondmica do alunos como escolaridade dos pais e renda familiar
do aluno. As escolas ndo possuem esse tipo de informacao e a diretoia ndo
autorizou a aplicacdo de um questionério para que fossem obtidos mais

informagbes dos alunos. A Unica informacédo relacionada a situacao
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socioecon6mica dos alunos fornecida pela escola foi se os alunos possui ou
ndo cadastro no programa bolsa familia.

Outro problema encontrado na obtencdo dos dados foi que as escolas
nao quiseram ceder os dados de mais de uma série, e Como nono ano era a
série com maior niumero de alunos, optou-se por solicitar os dados dessa
turma.

As informacdes dos alunos fornecidos pelas escolas foram: data de
nascimento, endereco, se possui bolsa familia, se possui reprovacao,

porcentagem de faltas, nota de portugués e matematica, como mostrado da

tabela 3.
Tabela 3: Exemplo da planilha fornecida pelas escolas
Nota Data de Possui bolsa Enderego Possui Faltas(%)
Nascimento Familia reprovacao
port Mat

24/08/1999 Sim Rua Iberaldo Anchieta (Vila do Sul) Sim 2%
71 81

26/05/1998 Nao Rua Mauricio Lacerda (Vila do Sul) N&o 1%
95 84

04/11/1999 Sim Rua Vereador José Corrente (Vila do N&o 1%
73 70 Sul)

01/02/1997 Néao Rua Porfirio de Sousa Freire (Vila do Néao 2%
88 82 Sul)

3.2 SELECAO DOS DADOS

Nessa etapa ocorreu a selecédo os dados para 0 processo de mineragao
de dados. Durante a aquisicdo dos dados nas escolas, foram escolhidas as
informagdes dos alunos que poderiam ter alguma relevancia para a pesquisa,
os dados selecionados foram:

o Idade: Idade no aluno no ano 2013, ano que este cursava 0 nono
ano.

. Bolsa familia: Se o aluno participa(S) ou ndo(N) do programa do
governo federal Bolsa Familia que consiste na ajuda financeira as familias
pobres (definidas como aquelas que possuem renda per capita de 70 até
140 reais) e extremamente pobres (com renda per capita menor que 70 reais)
para que as familias beneficiarias mantenham seus filhos e/ou dependentes

com frequéncia na escola.
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J Endereco: Bairro onde o aluno reside.

o Reprovacdo: Se o aluno possui(S) ou nado(N) reprovagcdo nos
anos escolares anteriores.

o Porcentagem de faltas: porcentual da quantidade de aulas que os
alunos faltaram no nono ano em 2013, a porcentagem de faltas varia de 0 a
100%. O aluno tem o direito de faltar até o limite de 25% do total de aulas
dadas. Se ultrapassar este limite estara reprovado no periodo letivo
correspondente.

o Notas portugués: Nota de portugués que aluno obteve no nono
referente a avaliacdo do professor para o esforco do aluno nos diversos graus
na disciplina de portugués, com provas, trabalhos, pontos extras por
comportamento, etc. O nota varia de 0-100. o aluno precisa ter média final 60
para nao repetir o ano.

o Notas matematica: Nota de matemética que aluno obteve no nono
referente a avaliacdo do professor para o esforco do aluno nos diversos graus
na disciplina de matematica, com provas, trabalhos, pontos extras por
comportamento, etc. O nota varia de 0-100. o aluno também precisa ter média
final 60 para nao repetir o ano.

. Turno: Turno em gue o aluno estuda, a nono ano das trés escolas
sao oferecidos no turno matutino(M) e no vespertino (V).

InformagBes de matricula, nimero de documentos como o CPF e o
nome dos alunos ndo foram incluidos na base gerada, ja que os valores desses
atributos séo Unicos para cada dado, ndo permitindo descrever nenhum tipo de

padrdo genérico a partir deles.

3.2 PRE-PROCESSAMENTO

Na fase de pré-processamento foram eliminadas as inconsisténcias,
como mesmo endereco registrados de diferentes formas, registros
redundantes. Pela anéalise dos dados dos alunos obtidos nas escolas de forma
manual, detectou-se registros redundantes e muitos erros de digitacao.

Para o atributo endereco foi retirado o nome da rua, mantendo apenas o

nome do bairro. No caso da escola situada no distrito foi utilizado o nome do
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mesmo ja que o distrito ndo possui bairros. Dados com erros de tipografia ,
foram padronizados com o valor correto para todos eles. Como exemplo, o
bairro Sdo Manoel ocorria com duas grafias em diferentes registros: “Sao
Manoel” e “Sao Manuel”. Os registros cujos bairros estavam cadastrados com a
grafia errada, isto €, “Sao Manuel”, tiveram o valor do atributo bairro corrigido.

Também na fase de pré-processamento foi possivel obter uma
visualizacdo dos atributos em carater estatistico que busca representar a
realidade dos alunos. A andlise exploratéria dos dados € importante para se
compreender os dados e suas caracteristicas.

Os gréficos estatisticos mostrados nessa analise foi gerada pela
ferramenta R. Uma ferramenta livre e de cdodigo aberto criada em1996 por
Ross lhaka e Robert Gentleman, muito utilizada para analise e manipulacdo de
dados, com testes paramétricos e ndo parameétricos, modelagem linear e nao
linear, analise de séries temporais, analise de sobrevivéncia, simulacdo e
estatistica espacial, além de apresentar facilidade na elaboracédo de diversos
tipos de graficos. (SOUZA; PETERNELLI, 2009)

Foi feita uma analise usando a estatistica descritiva sobre os dados
quantitativos dos alunos (ldade,notas de portugués, notas de matematica e
porcentagem de faltas) como forma de descrever como os dados estao
distribuidos na base de dados. Na tabela 4 € apresentada algumas medidas
estatisticas dos atributos quantitativos da base de dados de todos os alunos,
essas medidas sdo normalmente usadas para descrever o conjunto de dados,
como a média, a mediada e o desvio padréo.

Tabela 4: Medidas estatisticas da base de dados dos alunos

Atributo Média Mediana Desvio
Padrao
Idade 14,46 14 0,77
Notasde Portugués 72,79 74,5 11,68
Notas de Matematica 71,45 72 11,6
Porcentagem de Faltas 8,63 5,5 5,42

Nas tabelas 5, 6 e 7 sdo apresentadas a média, a mediana e o desvio

padrdo das escolas A, B e C respectivamente. Pode se observar com essas
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medidas estatisticas que os dados das trés escolas separadas sdo muito

semelhantes.

Tabela 5: Medidas estatisticas da base de dados dos alunos da escola A

Atributo Média Mediana Desvio Padrao
Idade 14,46 14 0,77

Notas de Portugués 72,79 74,5 11,68
Notas de Matematica 71,45 72 11,6
Porcentagem de Faltas 8,63 7,5 5,42

Tabela 6: Medidas estatisticas da base de dados dos alunos da escola B

Atributo Média Mediana Desvio Padrao
Idade 14,95 14 0,74
Notas de Portugués 71,31 69 9,25
Notas de Matematica 74,31 71 11,5
Porcentagem de Faltas 9,07 8,5 5,64

Tabela 7: Medidas estatisticas da base de dados dos alunos da escola C

Atributo Média Mediana Desvio Padrao
Idade 14,63 15 0,71
Notas de Portugués 74,59 74 11,05
Notas de Matematica 71,02 68 12,69
Porcentagem de Faltas 8,52 7,9 5,3

Também foram apresentados de forma grafica como esses atributos
estdo dispostos na base dados. Um histograma é uma visdo geral da
distribuicdo dos valores dos atributos em relacdo a todo o conjunto dos dados
Na Figura 7 € apresentada um grafico de pizza onde mostra como o atributo
idade esta distribuido, é possivel notar que idade que maioria dos alunos
possui 14 e 15 anos. A pequena variacdo desse atributo pode ser explicado por

baixo desvio padrdo como foi observado na Tabela 4.
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W 13 anos
W 14 anos
15 anos
W 16 anos

m 17 anos

Figura 7- Distribuicdo da idade dos alunos das trés escolas

Na Figura 8 é apresenta como as notas de portugués dos alunos do
nono estdo distribuidas, € possivel notar que existe a maior frequéncia de
alunos com notas entre 60 a 80. Pode-se notar também que o numero de

alunos com notas menores de 60 € quase inexpressivo.

100
|

80

Quantidade de Alunos
40

20
I

I T T T T 1
0 20 40 60 80 100

Notas de Matematica

Figura 8 - Distribuicdo das notas de matematica dos alunos das trés escolas

Conforme pode ser observado no histograma da Figura 9, a distribui¢cdo
de notas de portugués é bem parecida com a distribuicdo das notas de
matematica, onde as notas entre 60 a 80 aparecem com mais frequéncia. Nota-
se também que o nimero de alunos com notas menores de 60 é praticamente

inexpressivo.
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Figura 9- Distribuicdo das notas de portugués dos alunos das trés escolas

Na Figura 10 é apresentado o histograma do atributo porcentagem de
faltas, onde a maioria das faltas se concentra entre 0 a 15 %, e dessas existe
mais alunos com percentual de faltas entre 0 e 5%, que € positivo, pois

caracteriza uma alta frequéncia dos alunos nas aulas.

60

Quantidade de Alunos
40

20

Faltas(%)

Figura 10- Distribuicdo da idade dos alunos das trés escolas

O gréfico de dispersdo nos fornece uma ideia do tipo de relacionamento
entre os dois atributos, e ainda existe uma medida que explica de forma mais

precisa o grau de relacionamento entre duas variaveis, que é o coeficiente de
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correlacdo. O coeficiente de correlacdo pode variar de —1,00 a + 1,00 e sera
tanto mais fraca quanto mais préximo o coeficiente estiver de zero.

A partir disso, foi possivel obter uma ideia geral das relagbes entre
alguns atributos. Na Figura 11 € apresentado um grafico de dispersdao no qual
se pode verificar a existéncia de correlacdo negativa entre porcentagem de
faltas e notas de portugués. O coeficiente de correlagdo desses atributos € de -
0,67, mostra que valores decrescentes do atributo porcentagem de faltas estao
associados a valores crescentes do atributo notas de portugués.

O mesmo pode ser dito com relacéo a porcentagem de faltas e notas de
matematica como apresentado na Figura 12, esses atributos possuem uma
correlacdo negativa, com o coeficiente de correlagdo de -0,68, no qual observa
gue valores decrescentes do atributo porcentagem de faltas estdo associados a

valores crescentes do atributo notas de matematica.

Motas de Portugués

30

Faltas(%)

Figura 11 — Grafico de disperséo das notas de portugués e porcentagem de faltas
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Notas de Matematica
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Figura 12 — Grafico de disperséo das Notas de portugués e Porcentagem de Faltas

Outra observacao diz respeito a relacdo notas de portugués e notas de
matematica. Na Figura 13 é apresentado o grafico de dispersdo desses
atributos, onde percebe-se uma correlacdo positiva entre os mesmos, com
coeficiente de correlacdo de 0,74, mostra que o0s valores crescentes de um
atributo estdo associados a valores crescentes do outro atributo, ou seja, a
medida que as notas de portugués aumentam, também aumentam a nota de

matematica.

MNotas de Matematica

T T T T T T T T
30 40 50 60 70 80 90 100

Notas de Portugués

Figura 13 — Gréfico de disperséo das notas de portugués e notas de matematica

No que diz respeito a idade e nota dos alunos, ndo é possivel perceber
uma relacdo entre os atributos. Na Figura 14 é apresentado o gréfico de

dispersdo que mostra como as notas de portugués estao dispersa ao longo das
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idade dos alunos. A nédo correlacéo entre idade dos alunos e nota de portugués
pode ser explicado pelo coeficiente de correlagdo de -0,08, no qual esta

proximo a 0, mostrando assim a inpendencia entre os atributos.

Notas de Portugués

50
|
o

40

o
T T T T T

13 14 15 16 17

ldade dos Alunos

Figura 14 — Grafico de dispersao das idade e notas de portugués

O mesmo pode ser observado com a relacdo aos atributos idade e notas
de matematica como apresentado na Figura 15, ndo € possivel perceber uma
relacéo entre esses dois atributos, seu coeficiente de correlacéo é de -0,05 que

€ préximo a zero, 0 que explica a ndo correlacéo entre eles.

Notas de Matematica
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|
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Figura 15 — Grafico de dispersao das idade e notas de matematica
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Pode observar também que poucos os alunos do nono possuem
reprovacfes nas séries anteriores conforme é apresentado na Figura 16. Na
Figura 17 mostra a quantidade de alunos que possui cadastro no programa do

governo Bolsa Familia.
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Figura 16 — Reprovacao dos alunos em anos anteriores
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Figura 17- Cadastro dos alunos no programa Bolsa familia.

Por fim é apresentado os turnos que os alunos que compdem a base da
pesquisa estudam, conforme a Figura 18, a maioria dos alunos estudam no

turno matutino.
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Figura 18- turno que os dos alunos estudam

3.4 TRANSFORMACAO DOS DADOS

ApGs o pré-processamento e analise preliminar dos dados, verificou-se a
necessidade de transformar alguns dados com o objetivo de atender alguns
requisitos do algoritmo Apriori.

O atributo data de nascimento foi convertido para idade tomando como
base a data de 2013 para gerar essa informacao.

Atributos quantitativos como notas e faltas recebem uma grande
guantidade de valores diferentes, isto significa que se forem utilizados os
valores reais destes atributos para a geracao de regras de associacao, existe
uma grande chance de que nenhuma, ou pouquissimas, regra contendo esses
atributos sejam geradas. Isto ocorre devido a frequéncia muito baixa que cada
valor tende a apresentar na base de dados.

Dessa forma, foi necessario discretizar os atributos que eram numéricos,
usando intervalos iguais, e trocando a categoria numérica por uma nominal
correspondente ao intervalo. Esse processo foi realizado por meio de filtros

utilitarios disponibilizados juntamente com a ferramenta WEKA.

41



Weka Explorer
<] p

Preprocess | Classify | Cluster | Assodiate | Selectattributes | visualize |
[ Open file... ] [ Open URL... ] [ Open DB... l [ Generate... ] [ Undo ] [ Edit... ] [ Save... ]
Filter
" weka -
= filters | 2
. Selected attribute
~- @ AllFilter 2 : z .
L o e ribute.Disc... Name: idade Type: Nominal
i 3 Missing: 0 (0%) Distinct: 7 Unique: 2 (1%)
[ supervised
= unsupervised g No. Label Count
-}, attribute 3 1|'(inf-13.7)' 6
Pattern = =
# Add : 2|'(13.7-14.4)' 99
# AddCluster 3['(14.4-15.1]' 72 | =
# AddExpression 4|'(15.1-15.8]' 0 1~
# AddID | 5/'(15.5-16.5]' 15
# AddNoise § 6|'(16.5-17.2]' 5
# Addvalues 7|'(17.2-17.9]' 0 -
# Center
# ChangeDateFormat Class: turno (Nom) v Visualize All
# ClassAssigner i
e
# Copy B
L WDisa
# FirstOrder 72
# InterquartiieRange
*
# Makelndicator
# MathExpression
# MergeTwoValues i 15
Filter... J [ Remove filter ] [ Close ] 3— 0 f— 0 1 0 1
urws
o < °

Figura 19- Tela de pré-processamento mostrando o caminho pra discretizagdo de
atributos
Fonte:UNIVERSITY OF WAIKATO, 2004

3.5 MINERACAO DE DADOS

Na etapa de mineracdo de dados foi aplicada a tarefa de regras de
associacdo por meio do algoritmo Apriori disponibilizada pela ferramenta
WEKA, na tentativa de identificar associacdes entre atributos da base de dados
que pudessem explicar de alguma forma o desempenho escolar dos
estudantes.

Por a base de dados ser pequenas (199 alunos) e as medidas
estatisticas das trés escolas serem parecidas, 0 que mostra que os dados das
trés escolas estdo distribuidos de forma semelhante como foi apresentado no
pre processamento, optou por aplicar a regra de associacédo na base de dados
completa.

O WEKA permite que as regras resultantes ser classificadas de acordo
Neste trabalho, foi usado o

com diferentes medidas de interesse.

suporte/confianca e o LIFT como os critérios.
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3.5.1 Suporte/Confianca

Nesta subsecdo serdo apresentadas as principais regras extraidas com
0 Modelo Suporte/Confianca aplicados com todos os atributos da base de
dados os alunos (data de nascimento, endereco, bolsa familia, reprovacao,
porcentagem de faltas, notas de portugués e notas de matemética). Foram
definidos parametros de entrada relacionados ao suporte e confianga minimos
desejados para obtencédo de regras, com 0s seguintes valores:

* Suporte Minimo = 5%;

* Confianga Minima = 60%.

Cabe ressaltar que a escolha de um valor pequeno para o0 suporte
minimo visou possibilitar a identificacdo de combinacdo de atributos que,
apesar de nao tdo frequentes, pudessem ter grande relevancia , ou seja,
confianga alta. Para esse experimento foram solicitadas ao programa 200
regras de associacao.

Grande parte das regras ndo geraram nenhuma informacao que possa
justificar o desempenho dos alunos. Apesar do alto suporte e da alta confianca
nem o termo antecedente nem consequente estavam relacionados com o
desempenho atual do aluno. Na figura 20 apresenta um exemplo das regras

com alta confianca .

idade="({13.6-14 2] 101 === reprovacao=N 101 conf:(1)

idade="(13.6-14 2] tumo=M 76 === reprovacao=N 76 conf:(1)
idade="(13.8-14 2] bolsafamilia=N 68 === reprovacao=N 68 conf (1)
idade="(14 6-15] turno=M 63 === reprovacac=N 63 confi{1)
idade="(13.8-14 2] bolsafamilia=N turno=M 55 === reprovacac=N 55 conf(1)

Figura 20- Exemplos regras geradas

Além das regras geradas na figura 20, o WEKA gerou regras que
sugerem a associacdo entre atributos que podem descrever algo sobre o
desempenho escolar dos alunos de Alegre.

Algumas regras extraidas sugerem a existéncia de uma associagado
entre frequéncia e desempenho académico nas disciplinas de portugués e

matematica como € apresentado na Figura 21.
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notasPortugues="{91-inf)' 11 === porcentagemFaltas="(-inf-3.89]' 11 conf:(1)

bolsafamilia=N porcentagemFaltas="{3.89-6.68]' notasPortugues="(77-84]' 13 ==> notasPortugues="(77-84]' 12
conf:(0.9)

porcentagemFaltas="(9.47-12 26]' 24 === notasMatematica='{h9.5-67.6]' 18 conf{0.75)

Figura 21 — Regras geradas que relacionam os atributos Notas e porcentagem de falta

Outras regras extraidas também sugere um relacionamento entre 0s
atributos notas dos alunos (portugués e matematica), porcentagem de faltas e
bolsa familia. Pode se observar na Figura 22 as regras relacionados aos alunos
gue ndo possuem cadastro no programa bolsa familia. Na Figura 23 apresenta

as regras relacionadas aos alunos que possuem o cadastro no programa.

porcentagemFaltas="(12.26-15.05]' notasMatematica="(59.5-67.6]' turno=M 13 === bolsafamilia=N 13
conf:(1)

notasPortugues="{56-63]' 30 === bolsafamilia=N 29 conf:(0.97)
notasPortugues="(70-77] turno=M 30 === bolsafamilia=N 29 conf:{0.97)
porcentagemFaltas="'(12.26-15.05]' 29 === bolsafamilia=N 28 conf:(0.97)

notasMatematica='(59.5-67.6] 27 === bolsafamilia=N 26 conf:(0.96)

Figura 22 — Regras geradas relacionadas aos alunos que ndo possuem bolsa familia

notasMatematica="(83.8-91.9]' 17 === bolsafamilia=5 16 conf:(0.94)
porcentagemFaltas="{-inf-3.89]' 47 === bolsafamilia=5 33 conf:{0.7)
notasPortugues="(84-91]' 25 === bolsafamilia=5 17 conf:{0.68)

notasMatematica="(75.7-83.8]' 34 === bolsafamilia=5 21 conf:(0.62)

Figura 23 — Regras geradas relacionada aos alunos que possuem bolsa familia
3.1.2 LIFT

Nesta subsecdo serdo apresentadas as regras extraidas usando a
medida de interesse LIFT. A medida de interesse LIFT que é uma das medidas
de interesse mais utilizadas para avaliar dependéncias entre atributos, ou seja,

guanto maior o valor do LIFT mais interessante a regra torna.
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Foi realizado um experimento, as regras foram geradas a partir da base
de dados completa com LIFT minimo de 1,1 para eliminar as dependéncias
negativas.

As regras geradas com o maior LIFT dizem respeito a correlacao de
alguns atributos. Na Figura 24 sdo apresentadas as regras que confirmam a

correlacao entre os atributos relacionados a notas e faltas.

porcentagemFaltas="(-inf-3.89]' 20 === notasPortugues="(84-91]'18  conf(0.36) = lift:(2.99)=
notasMatematica="{59.5-67 B])' 56 === porcentagemFaltas="[9.47-12 26]' 18 conf(0.22) = ift.(2.67)=
notasPortugues="{3-70]' 46 ==> porcentagemFaltas='{12 26-15 08]' 16 canf{0.35) < lift (2 39>

porcentagemfaltas='({3.88-6 (8] 55 ==> notasPortugues="77-84]' 24  conf(044) < lift:(1 93)>

Figura 24 — Regras geradas que relacionam notas e faltas dos alunos.

Na Figura 25 séo apresentadas regras geradas que evidéncia a
associacao entre os atributos notas de portugués e notas de matematica.
notasPortugues="156-63]' 30 === notasMatematica="[28.5-67 6] 21 confi(0.7) = lift{2 63)=
notasPortugues="{77-84]' 45 === notasMatematica="(75.7-B3.8]' 16 conf(0.38) < lift:(1.77)~
notasMatematica="[67 B-75.7] B4 === notasPortugues="(77-84]' 18 conf(0.28) < lift:(1.24)~

Figura 25 — Regras geradas que relacionam notas e faltas dos alunos

Outras regras geradas nesse experimento usando LIFT diz respeito
associagao entre o atributo bolsa familia com os atributos relacionados a notas
e faltas. Na figura 26 é apresentado as regras relacionados aos alunos que ndo

possuem cadastro no programa bolsa familia.

bolsafamilia=N notasPortugues="{63-70]' 42 === porcentagemFaltas="{12.26-15.05]' 16 conf:(0.38) <ift:(2.61)>
bolsafamilia=N notasPortugues="{56-63]' 29 === notasMatematica='(59.5-67 6] 21 conf:(0.72) <|ift:(2.57)>
bolsafamilia=N 139 === notasPortugues='"{63-70]' notasMatematica='(67.6-75.7]' 19 conf:(0.14) <lift:(1.43)=
bolsafamilia=N 139 === porcentagemFaltas="(12.26-15.05]' 28 conf:(0.2) < lift:(1.38)=
porcentagemraltas='(9 47-12 26] notasMatematica='(59.5-67.6]' 20 ===bolsafamilia=N 18 conf:(0.9) <lift:(1.29)=

Figura 26 — Regras geradas que sobre os alunos que nao possui bolsa familia

Na figura 27 é apresentado as regras relacionados aos alunos que nao

possuem cadastro no programa bolsa familia.
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bolsafamilia=S 60 === notasMatematica='(83.8-91.9]' 16 conf:(0.27) «lift:(2.95)= lev:(0.05) [10] conv:(1.21)
bolsafamilia=5 60 === porcentagemraltas="(-inf-3.89]' 33 conf:(0.55) «lift:(2.19)= lev:(0.09) [17] conv:(1.6)
bolsafamilia=S 60 === notasPortugues='(77-84]'25 conf:{0.42)<lift:(1.84)=> lev:(0.06)[11] conv:(1.29)
notasMatematica='(75.7-63.8]' 40 === bolsafamilia=5 21 conf:(0.53) <lift:(1.74)= lev:(0.04) [8] conv:{1.4)

Figura 27 — Regras geradas que sobre os alunos que possui bolsa familia
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4 RESULTADOS

Esse capitulo apresenta os resultados obtidos com a mineracdo de
regras de associacdo a partir da base de dados dos alunos e suas possiveis
interpretacbes. Para tanto, utilizou-se as medidas de interesse
Suporte/Confianca e LIFT com suporte minimo de 5%, confiangca minima de
60% e lift minimo de 1.1 Em razdo do numero de regras obtidas, somente
aguelas julgadas mais importantes foram selecionadas.

E importante observar que as informacgdes extraidas com essas regras
nao pode refletir sobre todos os alunos das escolas e sim de uma série.

Os experimentos realizados na secdo de mineracdo de dados na
metodologia do presente trabalho usando a medida suporte/confianca e a
medida LIFT extrairam regras semelhantes que evidenciaram rela¢cbes entre
alguns atributos que podem caracterizar os alunos quanto ao desempenho
escolar. Como resultados para melhor compreensdo, pode-se destacar

algumas regras, tais como € apresentada ma Tabela 8:

Tabela 8: exemplos de regras que evidenciam a relagéo entre os atributos Notas e

Faltas
Regra (A=>B) Conf | LIFT
notasMatematica='(84-91)' ==> porcentagemFaltas='(-inf-3.89]' 1 3,98

porcentagemFaltas='(9.47-12.26]' ==> notasMatematica='(59.5-67.6]' | 0,79 | 2,79

Conforme a primeira regra mostrada na Tabela 8, os alunos que
possuiam a média de 84 entre 91, na disciplina de portugués, apresentaram-se
com um percentual de faltas menor ou igual a 3,89%, com uma confianca
(conf.) de 100%, onde o LIFT apresentou o suporte real da regra de 3,98 vezes
o valor do seu suporte esperado. J& a segunda regra sugere que alunos com
um percentual de faltas de 9,47% entre 12,26% tendem a obter de 59,5 a 67,5
de média em matematica, com uma conf. de 79% e LIFT de 2,79.

Com essas regras observou-se um apontamento com relacdo aos
atributos notas e porcentagem de faltas (quanto maior a nota do aluno menor a
porcentagem de faltas). A frequéncia do aluno influenciou no seu rendimento
escolar, que gquanto mais assiduos foram as aulas, maior eram as

possibilidades de conseguirem melhores notas. Essa relacdo — confirmada
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usando a regra de associacdo — ja havia sido identificada no pré
processamento, onde notou-se a correlacéo entre esses atributos.
Algumas regras encontradas diz respeito ao atributo Bolsa Familia. A

Tabela 9 apresenta alguma dessas regras.

Tabela 9: exemplos de regras encontradas com o atributo Bolsa Familia

Regra (A=> B) Conf | LIFT
notasPortugues='[84-91]' ==> bolsafamilia=S 0,75 | 2,5
bolsafamilia=S ==> porcentagemFaltas='(-inf-3.89]' 0,69 | 3,7
bolsafamilia=N ==> notasMatematica='(59.5-67.6] 0,87 | 3.1
porcentagemFaltas='[9.47-12.26]' ==> bolsafamilia=N 0,71 | 2,7

A a primeira regra da Tabela 9 sugere que alunos que tem de 84 a 91 de
média em portugués tendem a ser cadastradas no programa bolsa familia e, a
segunda regra, pode sugerir que que alunos que sdo cadastradas no programa
bolsa familia tendem a ter um percentual de faltas inferior ou igual a 3,89%.

As terceira e a quarta regra apresentada na Tabela 9 dizem respeito aos
alunos que ndo possuem o cadastro no programa. Especificamente, a regra 3
indica que alunos que ndo séo cadastradas no bolsa familia tendem a obter de
59,5 a 67,6 de média em portugués. E a regra 4 sugere que alunos que obtém
um percentual de faltas de 12.26 tendem a ndo serem cadastrados no bolsa
familia.

Com essas regras pode observar que os alunos que possuem cadastro
no programa governo bolsa familia possuem um rendimento e uma frequéncia
melhor que os alunos que nao possui 0 auxilio. Para a Felicetti e Trevisol
(2012) isso pode ser comprovado pelo fato de muitas familias terem receio de
perder o beneficio e isso faz com que a frequéncia desses alunos seja alta. O
programa exige o minimo de 85% de frequéncia mensal as aulas para
estudantes de 6 a 15 anos e 75% para aqueles com idades entre 16 e 17 anos.
Com essa exigéncia do programa, a maior frequéncia do aluno acaba
influenciando no seu desempenho, como sugerido pelas regras ja citadas, que

mostram a associagao entre os atributos relacionados com as notas e faltas.
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Alguns regras extraidas confirmam a associacdo entre o atributo nota de
portugués e nota de matemética identificada na etapa de pre processamento
que foi obtida uma andlise exploratoria dos dados. Como resultados para
melhor compreensdo, pode-se destacar algumas regras, a Tabela 10

apresentada €SSsas regras.

Tabela 10: exemplos de regras que evidenciam a associacdo entre os atributos notas

de portugués e notas de matematica

Regra (A=> B) Conf | LIFT
notasPortugues[56-63]==> notasMatematica='[59.5-67.6]' 0,7 | 2,6
notasPortugues[77-84]==> notasMatematica="[75,7-83,8]' 0,36 | 2,63

Com essas regras € possivel observar que os alunos tedem a obter
desempenhos semelhantes nas disciplinas de portugués e matematica.

Outra observacao a ser feita € sobre os atributos frequentes na base de
dados como reprovou=N e turno=M e idade=(13.7-14.4], por serem frequentes
acabam compondo consequiente da maioria das regras obtidas. Assim grande
parte das as regras mineradas ndo parecem expressar relacionamentos
interessantes para a pesquisa, mesmo quando os valores da medida de

confianca sdo muito altos, como apresentado na Tabela 11:

Tabela 11: exemplos de regras ndo interessante para a pesquisa

Regra (A=> B) Conf | LIFT
idade="(13.7-14.4]' turno=M 74 ==>reprovou=N 74 1 1,31
idade='(13.7-14.4]' bolsafamilia=N ==> reprovou=N 1 1,31

Nas regras apresentadas na Tabela 11, dizem que alunos com idade em
torno de 14 anos ndo possuem reprovacao, o que € obvio pois a idade escolar
dos alunos cursam o nono ano € 14 anos de idade. Aidade escolar € o

periodo regular frequentado por alunos em ambiente escolar.
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5 CONCLUSAO

A concluséo das analises dos resultados obtidos, considerando todos os
testes e possibilidades de associacao é que desempenho escolar parece estar
associado a frequéncia do aluno na escola, o que também pode justificar um
melhor desempenho dos alunos que participam do programa bolsa familia.

Foi possivel perceber também, com a aplicagdo do algoritmo Apriori, que
a utilizacdo das medidas de interesse suporte/confianca e LIFT, apesar de
extrair regras semelhantes, as mesmas se comportavam de maneiras
diferentes. Os resultados obtidos através da confianca, demonstram em que as
regras geradas sdo confiaveis mediante a base de dados de onde ela foi
extraida, podendo-se perceber através do estudo, que alguns atributos foram
mais frequentes que outros, como por exemplo, o turno e o fator nao
reprovacdo, que sédo qualitativos (onde o aluno poderia ter reprovado ou nao,
além de poder estudar no turno matutino ou vespertino). Outro exemplo a ser
destacado, foi o atributo idade dos alunos, que em sua maioria eram de 14 a 15
anos, aparecendo com mais frequéncia, por possuir o valor de suporte alto.

No entanto, os atributos relacionados as notas e faltas recebem uma
grande quantidade de valores diferentes, possuindo assim um suporte baixo.
Portanto, os itens mais frequentes acabam compondo a maioria das regras
obtidas, tornando muito trabalhosa a sua avaliacao.

Com a utilizacdo da medida LIFT a identificacdo das regras que
caracterizam o aluno quanto ao desempenho escolar foram identificadas com
maior facilidade, pois o LIFT é capaz de analisar a dependéncia entre o
antecedente e o consequente de uma regra de associacdo, ou seja, com 0O
LIFT as regras, mesmo com a confian¢ca baixa, podem sugerir uma certa
dependéncia entre os itens consequentes e 0s antecedentes das regras.

Apesar do processo de aquisicdo de dados ter sido obtido por um
namero muito pequeno de dados sobre os alunos, os experimentos foram Gteis
para demonstrar que os algoritmos de mineragdo de regras de associagoes,

realmente sdo Uteis nesse tipo de pesquisa, confirmando algumas expectativas
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a respeito de associacbes entre determinados fatores que influenciam o
desempenho académico dos estudantes.

A mineracdo de dados descreve tarefas poderosas para se explorar
dados académicos a fim de resolver problemas desse tipo de dominio.
Também é importante se ressaltar o aprendizado adquirido com a aplicacao do
processo de KDD, o uso de uma ferramenta para pesquisas em mineracao de
dados e a tarefa especifica de regras de associacéo.

Entretanto, os resultados desse trabalho foram influenciados por fatores
como: a dificuldade na obtencdo de informacdes sobre os alunos das escolas
envolvidas na pesquisa. As dire¢es das escolas s6 disponibilizaram dados de
uma turma, o que resultou uma base de dados pequena para uma andlise com
suporte adequado de dados. A pouca quantidade de dados pode reduzir
significativamente a quantidade e as caracteristicas dos padrdes que podem
ser extraidos da base. Certos padrdes sé podem ser estabelecidos a partir da
andlise de uma combinacdo especifica de atributos dos dados e, portanto, a
escassez de informacfes disponiveis na base utilizada no presente trabalho
contribuiu para um cenario ndo adequado para tarefas de mineracao de dados.

Uma nova pesquisa poderia utilizar uma base com mais detalhes sobre
os alunos, como caracteristicas socioecondmicas, de modo a permitir a

exploracdo de um dominio mais abrangente de informacoes.
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APENDICE A — MODELO DE ARQUIVO NO FORMATO ARFF

@RELATION DADOSESCOLARES

@attribute idade real

@attribute bolsafamilia {S, N}

@attribute endereco {VILA DO SUL,'SAO MANOEL''EMILIO
MARINS','COLINA','BILAU','\CHARQUEADO''CONCEICAQO','ZONA
RURAL'ANUTIBA','/CENTRO',/GUARAREMA','VILA ALTA''NOVA
ALEGRE','COBRINHA','CASAS POPULARES','/CAMPO DE VIACAO"

@attribute reprovacao {S, N}

@attribute porcentagemFaltas real

@attribute notasPortugues real

@attribute notasMatematica real

@attribute turno {M,V}

@data

14,S,'VILA DO SUL',N,3.5,78,80,M
14,S,'VILA DO SUL',N,3,84,74,M
14,N,'SAO MANOEL"N,5,73,73,M
14,N,'VILA DO SUL',N,17.5,61,60,M
15,N,'EMILIO MARINS',N,15.5,67,65,M
14,N,'VILA DO SUL',N,4.5,77,80,M
15,N,'EMILIO MARINS',N,6,62,74,M
15,S,'BILAU',N,4.6,81,83,M
15,N,'SAO MANOEL'N,15,64,75,M
14,N,'VILA DO SUL'N,6,75,80,M
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