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Resumo
A análise de microestruturas tridimensionais fornece informações importantes para profis-
sionais de diversas áreas. Através dela, parâmetros estruturais podem ser extraídos que
permitem uma melhor compreensão sobre características do material analisado. Essa aná-
lise pode ser feita por várias técnicas diferentes de segmentação das imagens tomografadas
ou de imagens artificiais que as simulem. Dentre as técnicas de segmentação, as mais
modernas geralmente envolvem Redes Neurais Artificiais, porém, como um método de
aprendizado supervisionado, um dificultador do uso de RNAs é a necessidade de imagens
previamente rotuladas para realizar o treinamento. Tendo em mente uma alternativa para
realizar segmentações mais simples, é proposto o uso de um método que tem como base de
segmentação o DBSCAN, um algoritmo de clusterização não-supervisionado. Os resultados
alcançados demonstraram que o método proposto, fundamentado na clusterização não
supervisionada via DBSCAN, não apenas reproduziu com alta fidelidade os parâmetros
estruturais morfométricos obtidos por métodos anteriores, mas também forneceu uma
caracterização topológica mais detalhada das instâncias de vazios. A integração entre a
segmentação realizada em modelos tridimensionais artificiais gerados e a extração dos
parâmetros estruturais permitiu uma discriminação eficaz entre diferentes tipos de vazios,
se mostrando robusto mesmo com adição de ruído. O método então se apresenta como uma
alternativa ágil, econômica e eficiente para a análise de microestruturas tridimensionais
que não possuam dados manualmente anotados e ampliando as possibilidades de aplicação
em diversas áreas.

Palavras-chaves: DBSCAN, Segmentação de Imagens, Análise de Microestrutura.



Abstract
The analysis of three-dimensional microstructures provides important information for
professionals in various fields. Through this analysis, structural parameters can be extracted,
allowing for a better understanding of the characteristics of the analyzed material. This
analysis can be performed using different techniques for segmenting tomographic images
or artificial images that simulate them. Among segmentation techniques, the most modern
ones generally involve Artificial Neural Networks. However, as a supervised learning method,
a challenge of using ANNs is the need for labeled images for training. With an alternative
approach in mind for simpler segmentations, the use of a method based on unsupervised
clustering algorithm DBSCAN is proposed. The achieved results demonstrated that the
proposed method, based on unsupervised clustering via DBSCAN, not only faithfully
reproduced the morphometric structural parameters obtained by previous methods but
also provided a more detailed topological characterization of empty space instances. The
integration of segmentation performed on artificial three-dimensional models generated
using ImageJ and processed for coordinate extraction with the extraction of structural
parameters allowed for effective discrimination among different types of empty spaces,
demonstrating robustness even with the addition of noise. Thus, the method presents
itself as a fast, cost-effective, and efficient alternative for the analysis of three-dimensional
microstructures lacking manually annotated data, thereby expanding the possibilities for
application in various fields.

Keywords: DBSCAN, Image Segmentation, Microstructure Analysis.
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1 Introdução

A análise minuciosa da microestrutura de materiais tridimensionais, utilizando

técnicas de Ensaios Não-Destrutivos (ENDs), tem se mostrado crucial para avanços em

diversas áreas da saúde e engenharia (CLARO et al., 2023). Essa abordagem não invasiva

permite a caracterização de uma variedade de materiais que vão desde a indústria até

o diagnóstico médico, tendo como exemplo plantas (PIOVESAN et al., 2021), materiais

orgânicos (STROTTON et al., 2018), materiais orgânicos mineralizados (ZELAYA et al.,

2018) e polímeros (VEGSO et al., 2019).

Dentre as formas mais modernas de obtenção de amostras de materiais 3D está

a tomogra�a computadorizada por raios X, um tipo deEND, que permite a obtenção

de amostras em escala nanométrica sem modi�car o material estudado (WITHERS et

al., 2021; AUENHAMMER et al., 2021). Tais amostras compõem o material real de

análise, porém também é possível testar a metodologia de análise com modelos 3D criados

virtualmente, antes de iniciar o trabalho de obtenção de amostras tomografadas por raios

X. Na literatura recente, trabalhos como de Dunn et al. (2019) que cria imagens sintéticas

para simular núcleos de células, e de Barisin et al. (2022) com o propósito de simular a

segmentação de rachaduras em amostras de concreto, fazem uso de imagens sintéticas para

validar métodos de análise.

A análise de estrutura de materiais tridimensionais pode ser feita através do

levantamento de parâmetros que indiquem características dessas estruturas. Por exemplo,

ao analisar a estrutura de uma amostra de matriz óssea de um roedor, Pinheiro (2008) usa

parâmetros como taxa do volume ósseo pelo volume total da amostra, taxa entre a superfície

óssea pelo volume ósseo, e a caracterização topológica, que busca trazer informações sobre

como os elementos fundamentais de uma estrutura estão interligados. Essa caracterização

pode ser feita identi�cando os tipos de conexões e desconexões presentes em uma estrutura,

como ao identi�car bolhas ou canais presentes no material.

Para realizar a quanti�cação de canais e bolhas, no entanto, é necessário antes

segmentar os espaços vazios da amostra, identi�cando quais espaços são canais, e quais

são bolhas. Os trabalhos atuais mais complexos no campo de segmentação de modelos

tridimensionais são realizados, majoritariamente, por Redes Neurais Arti�ciais (RNAs).

No entanto, algoritmos baseados em RNAs possuem di�cultadores associados, como a

necessidade de ter amostras previamente anotadas para treinar os modelos (CLARO et

al., 2023; DUNN et al., 2019).

Alternativamente, para realizar a tarefa de segmentação em modelos tridimensionais,

há métodos computacionais que podem ser usados e se enquadram no paradigma de
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aprendizado não-supervisionado, ou seja, não necessitam de amostras previamente anotadas

(BOROVEC et al., 2017). Alguns exemplos de algoritmos não-supervisionados, com

anterioridade na literatura, para segmentação de imagem, são os algoritmos de clusterização

(TRAN et al., 2012; SHEN et al., 2016), algoritmos de linhas divisórias de água (Watershed)

(KORNILOV; SAFONOV; YAKIMCHUK, 2022), e algoritmos de separação por valor

limite ( Thresholding) (DENG; FITTS; PETERS, 2016).

Algoritmos de clusterização demonstram boa performance para a tarefa de segmen-

tação (BANDYOPADHYAY, 2021). Exemplos como oDBSCAN surgem como soluções

mais simples, tendo sido testados como métodos complementares para a segmentação de

poros e partículas com formato de tubos (TRAN et al., 2012; SHEN et al., 2016), mas

sem necessariamente realizar a integração com a quanti�cação de parâmetros estruturais

como a conectividade. Sendo assim, a hipótese desse trabalho é:

É possível utilizar um método baseado em clusterização para a tarefa de segmentar

vazios em modelos tridimensionais virtuais, integrando-o com a classi�cação de seus

diferentes tipos, permitindo assim calcular diferentes parâmetros estruturais (conectividade,

taxa de volume de estrutura por volume total, taxa de volume super�cial por volume de

estrutura) de variados modelos tridimensionais arti�ciais.

1.1 O Problema e sua importância

A caracterização de materiais com base em parâmetros morfométricos e topológicos

é crucial para otimizar suas propriedades físicas e mecânicas. Parâmetros morfométricos,

como tamanho e quantidade de bolhas, ajudam a prever o comportamento dos materiais.

Já a análise topológica, que examina a conectividade estrutural, é vital para avaliar

a integridade e funcionalidade, especialmente em materiais complexos e biomateriais

(WERNER et al., 2016). As aplicações desse tipo de caracterização vão desde a aplicação

industrial, como para analisar a dinâmica de derretimento de polímeros (VEGSO et al.,

2019), quanto a aplicações médicas, podendo ser usadas para auxiliar diagnóstico de

osteoporose quando aplicados à matriz óssea (PINHEIRO, 2008).

Para obter os parâmetros mencionados, é necessário segmentar os diferentes com-

ponentes da amostra 3D. No entanto, os métodos mais modernos, baseados em RNAs,

precisam de grandes conjuntos de dados previamente anotados para seu treinamento. Essa

necessidade di�culta o processo na etapa de obtenção dos dados (BOROVEC et al., 2017).

Como alternativa, métodos de clusterização oferecem uma abordagem mais simples e

acessível, permitindo a segmentação sem a necessidade de amostras anotadas (TRAN et

al., 2012). Em situações onde a obtenção desse tipo de dado é limitada, há a possibilidade

de fornecer parâmetros mais simples e mais rapidamente nas etapas iniciais da análise de

um determinado material, enquanto dados anotados ainda não estão disponíveis.
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1.2 Objetivos

1.2.1 Objetivo geral

Calcular diferentes parâmetros estruturais (conectividade, taxa de volume de

estrutura por volume total, taxa de volume super�cial por volume de estrutura) de

variados modelos tridimensionais arti�ciais a partir da segmentação por clusterização e

classi�cação de espaços vazios.

1.2.2 Objetivos especí�cos

Como metas para guiar o objetivo geral, foram estabelecidos os seguintes objetivos

especí�cos:

1. Gerar modelos tridimensionais arti�ciais com espaços vazios, representando canais,

bolhas e buracos;

2. Utilizar a clusterização como método de segmentação de diferentes vazios nos modelos;

3. Classi�car e quanti�car os diferentes tipos de vazios (canais, bolhas, buracos);

4. Obter parâmetros estruturais do modelo a partir da quanti�cação de espaços vazios;

5. Analisar e comparar os resultados obtidos com trabalhos anteriores.
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2 Referencial Teórico

Este capítulo aborda os principais fundamentos teóricos nos quais esse trabalho se

baseia, fornecendo a base necessária para sua compreensão. Na seção 2.1, é apresentado o

conceito de amostras tridimensionais tomografadas por raios X e sintéticas. A seguir, a

seção 2.2 aborda a noção do que são parâmetros estruturais e como podem ser derivados

dos diferentes tipos de vazios que ocorrem em uma amostra. Em seguida, a seção 2.3

contém um apanhado geral das principais técnicas de segmentação de imagens. Por �m, a

seção 2.4 descreve os principais algoritmos de clusterização usados para a segmentação de

imagens.

2.1 Amostras Tridimensionais

Amostras analisadas podem ser originadas de objetos reais cuja estrutura foi

tomografada e digitalizada, ou de programas capazes de gerar modelos sintéticos que

simulem alguma característica importante dos objetos reais de interesse.

2.1.1 Amostras Tomografadas

Uma das formas mais usadas por anos para a análise da estrutura tridimensional de

objetos, inclusive de origem orgânica, foi o seccionamento (GALLAGER; MARTIN, 1969;

LAM et al., 1990), que consiste basicamente em fatiar um objeto em seções, e conduzir a

análise observando as novas superfícies reveladas pelas seções.

Eventualmente, surgiram alternativas ao seccionamento visando a manutenção

da estrutura tridimensional do objeto mesmo após a aplicação da técnica. Tais técnicas

são denominadas Ensaios Não-Destrutivos (ENDs), e têm como exemplo a tomogra�a

computadorizada por raios X (CLARO et al., 2023). Esses ensaios permitem examinar

amostras que não podem ter sua estrutura alterada, como materiais frágeis, amostras com

valor cultural ou histórico, ou mesmo tecidos de organismos vivos (WITHERS et al., 2021).

Além de manter a integridade do objeto analisado, outra vantagem dos ENDs é a

possibilidade de obter conjuntos de dados realmente tridimensionais (PINHEIRO, 2008),

ao contrário do seccionamento onde os dados obtidos podem ser resumidos a seções 2D

da amostra analisada, como explicitado em trabalhos mais antigos como o de Gallager e

Martin (1969) e Lam et al. (1990), impossibilitando uma representação tridimensional �el

do objeto.

Atualmente, o estado da arte das técnicas de ENDs são as tomogra�as computa-

dorizadas por raios X, obtidas com aceleradores de partículas chamados �síncrotrons�,
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que consistem em obter radiogra�as 2D do objeto com espaçamento constante, que então

são computacionalmente reconstruídas através do seu empilhamento, resultando em um

modelo 3D representativo do objeto original (WITHERS et al., 2021).

2.1.2 Amostras Sintéticas

No entanto, apesar das qualidades inovadoras das tomogra�as computadorizadas

por raios X, é também possível usar dados sintéticos que simulem características chave

das amostras reais e testar e validar mais rapidamente a performance de algoritmos de

análise aplicados a esses dados sintéticos.

Um exemplo de uso de dados sintéticos para esse propósito é o trabalho de Dunn

et al. (2019) que tem como objetivo segmentar imagens tridimensionais de núcleos de

células. Nele, volumes 3D são gerados de maneira que simulassem características salientes

do núcleo celular, que são usados como base de dados para o treinamento de umaRNA

que, en�m, faz o trabalho de segmentação.

Por sua vez, o artigo de Barisin et al. (2022) usa dados semi-sintéticos como substi-

tutos para amostras reais. No trabalho em questão, o objeto de interesse é a segmentação

de rachaduras em amostras de concreto. Para simular essas rachaduras, foi utilizada a

funçãoFractional Brownian Field do software MATLAB (BOTEV, 2016), que permite a

geração de campos estocásticos com características de superfícies naturais, proporcionando

uma modelagem realista dos padrões observados em amostras reais.

A ideia central do artigo ao utilizar dados semi-sintéticos é testar diferentes métodos

de segmentação. Através da comparação de métricas de precisão, os autores puderam

determinar quais métodos eram mais precisos para o problema em questão, e em quais

variações de volumes 3D gerados um método se sobressaia em relação ao outro (BARISIN

et al., 2022). Essa possibilidade demonstra um importante caso de uso para o teste de

algoritmos de segmentação em dados simulados, antecipando observações que de outra

forma só seriam possíveis após sua aplicação em material tomografado.

Tanto as amostras reais após o processamento da tomogra�a computadorizada por

raios X quanto as amostras sintéticas possuem a mesma representação computacional.

De maneira geral, assim como imagens 2D podem ser representadas por uma matriz

bidimensional onde a unidade elementar é o pixel, volumes 3D podem ser representados

por matrizes tridimensionais onde a unidade elementar é o voxel (PINHEIRO, 2008).

Voxels, por possuírem uma dimensão a mais do que pixels, possuem uma estrutura

de vizinhança maior dentro da representação espacial, isso é, podem conter mais elementos

ao seu redor (outros voxels) do que pixels. Enquanto pixels podem ter até 8 pixels vizinhos,

levando em conta suas diagonais, voxels podem ter até 26 voxels vizinhos, levando em

conta vizinhos conectados pelas faces, pelas arestas, e pelos vértices (CHEN et al., 2020),
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como mostra Figura 1. Após a obtenção da amostra tridimensional, diferentes parâmetros

estruturais podem ser extraídos da mesma.

Figura 1 � Vizinhança de um voxel. (a) Vizinhos conectados pelas faces. (b) Vizinhos
conectados pelas arestas. (c) Vizinhos conectados pelos vértices. Imagem de
Chen et al. (2020)

2.2 Parâmetros Estruturais

Os parâmetros estruturais são informações extraídas sobre as características de

uma amostra tridimensional, sejam elas sua densidade, as formas mais presentes de suas

subestruturas, ou sua área super�cial.

Tomando como exemplo a análise de uma matriz óssea, alguns parâmetros funda-

mentais são BV/TV (bone volume per total volume), que representa a fração de volume

ósseo em relação ao volume total da amostra, e BS/BV (bone surface per bone volume),

que indica a razão entre a superfície óssea e o volume ósseo. A partir desses parâmetros,

outros indicadores são derivados, como a largura média das trabéculas (TbTh), a separação

média entre elas (TbSp) e a densidade trabecular (TbN) (FERREIRA et al., 2024). Ao

analisar todos os parâmetros e indicadores, osteologistas podem ter uma noção mais sólida

das propriedades e características daquele tecido ósseo. Análises análogas também podem

ser conduzidas em outros materiais.

Apesar da nomenclatura dos parâmetros BV/TV e BS/TV terem origem na análise

de tecidos ósseos, seu signi�cado pode ser generalizado. VM/VT, que representa o volume

de material em relação ao volume total da amostra, indica a densidade de matéria na

amostra, e VS/VM, de�nido pela área correspondente à superfície total do material em

relação ao volume total da amostra, indica o nível de fragmentação da amostra (PINHEIRO,

2008). Quanti�cações de área super�cial e volume de um material analisado recebem o

nome de parâmetros morfométricos (GUILAK, 1994), um tipo de parâmetro estrutural.

Outro tipo de parâmetros estruturais são os parâmetros topológicos, que trazem

informações sobre a organização fundamental de uma estrutura e como seus elementos

estão interligados. Podem expressar numericamente a ocorrência de elementos em uma
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estrutura que estão ligados ou que sofrem descontinuidade, como a ocorrência de buracos

(espaço vazio com 1 saída apenas para a superfície externa) ou canais (espaço vazio com 2

ou mais saídas) em uma estrutura (POTHUAUD et al., 2002). A quanti�cação e análise de

bolhas, buracos e canais pode também extender o desenvolvimento de outros parâmetros,

que indicam propriedades e comportamentos da estrutura, como a tortuosidade que afeta

o transporte de moléculas dentro de si (USSEGLIO-VIRETTA et al., 2020) ou o diâmetro

dos bolhas, que ajuda a entender a maneira como a estrutura interage com líquidos (CAI

et al., 2024).

Pinheiro (2008) faz uso de um parâmetro topológico conhecido como �conecti-

vidade�, um índice que busca caracterizar as estruturas (como canais e bolhas) de um

objeto analisado, indicando se ele é mais poroso, ou se possui maior número de canais em

sua estrutura. No trabalho, a conectividade é calculada ao subtrair o número de bolhas

encontradas pelo número de canais. Portanto, um número negativo de conectividade indica

uma maior quantidade de canais do que de bolhas, enquanto um número positivo indica o

contrário. Porém, segundo o autor, o cálculo da conectividade é tido como uma alternativa

à quanti�cação explícita de estruturas com superfícies complexas, como canais e bolhas,

devido à sua di�culdade. Sendo possível, a quanti�cação dessas superfícies em separado

permite a obtenção de parâmetros topológicos mais detalhados sobre a estrutura.

Para realizar a análise quantitativa de bolhas, buracos e canais na estrutura, no

entanto, é necessário primeiro que a estrutura 3D passe por uma etapa de segmentação

(PINHEIRO, 2008; TRAN et al., 2012), a �m de identi�car essas ocorrências na estrutura.

2.3 Segmentação de Imagens

O processamento de imagens já passou por diversas evoluções e formas, abordando

problemas variados com diferentes objetivos e propósitos. Há o problema de classi�cação

de imagens, o modelo classi�cador recebe como entrada uma imagem e tem como saída

uma categoria discreta que descreve o que há na imagem, dentre um conjunto de categorias

pré-de�nidas na criação do modelo. Já no problema da detecção de objetos, a saída do

modelo não é uma categoria discreta, mas sim uma região retangular de pixels na imagem

onde o modelo infere que há um objeto de interesse, de acordo com o que foi treinado

(FAZEKAS et al., 2022).

Outro importante problema abordado pelo processamento de imagens é a segmen-

tação, que consiste em identi�car automaticamente diferentes regiões de uma imagem,

de maneira a dividir a imagem em conjuntos menores que carreguem algum signi�cado

(KAUR; KAUR, 2014), como por exemplo determinar que um certo conjunto de pixels

representa um cachorro.

Dentro da segmentação, há ainda dois sub-grupos do problema: segmentação
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de instância e a segmentação semântica, exempli�cados na Figura 2. Na segmentação

semântica, assim como na classi�cação de imagens, temos categorias pré-de�nidas na criação

do modelo, as quais ele será treinado para identi�car na imagem que recebe de entrada.

Porém, ao contrário da classi�cação tradicional, nessa modalidade de processamento

cada pixel recebe sua própria classi�cação dentre as categorias treinadas, possibilitando

que diferentes categorias sejam identi�cadas em uma mesma imagem (FAZEKAS et al.,

2022). Já a segmentação de instância procura delinear os pixels que compõem cada objeto

separadamente, delineando sua forma exata e separando mesmo objetos diferentes dentro

da mesma categoria (IBM, 2023).

Figura 2 � Diferentes Problemas de Processamento de Imagens. (a) A classi�cação decide
se há um cachorro presente na imagem ou não. (b) A detecção de objetos
localiza os cachorros. (c) A segmentação de instâncias desenha os contornos
dos cachorros (cada cachorro separadamente). (d) A segmentação semântica
categoriza cada pixel: cachorro, chão ou tapete. Imagem adaptada de Fazekas
et al. (2022)

O objetivo principal de segmentar imagens é a possibilidade de analisar os segmentos

separadamente do resto da imagem, em grupo ou individualmente, usando outros métodos

adicionais de processamento de imagens que busquem extrair informações ainda mais

especí�cas e detalhadas sobre os segmentos identi�cados (IBM, 2023). A técnica de

segmentação também não se restringe a imagens 2D, podendo ser aplicada a imagens

tridimensionais (PIOVESAN et al., 2021; MAI et al., 2023; DENG; FITTS; PETERS,

2016), como demonstrado pela segmentação de diferentes esferas na Figura 3.
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Figura 3 � Segmentação de imagens tridimenisonais. (a) Imagem tridimensional de entrada.
(b) Imagem tridimensional após segmentação. Imagem de Kornilov, Safonov e
Yakimchuk (2022)

2.3.1 Segmentação Supervisionada

Várias técnicas diferentes podem ser usadas para a tarefa de segmentar imagens

tridimensionais. O método mais proeminente atualmente se enquadra no aprendizado

supervisionado: asConvolutional Neural Networks(CNNs), uma arquitetura derivada de

RNA que impulsionou a precisão e a e�ciência da segmentação de imagens, abrindo novas

possibilidades para a pesquisa em diversas áreas (MINAEE et al., 2021; LIU; DENG;

YANG, 2019; MIRANDA, 2018).

Segundo Claro et al. (2023), a combinação entre a aplicação de segmentação de

imagens usando CNNs e conjuntos de dados obtidos através de radiação síncrotron, apesar

de recente, gera uma grande quantidade de trabalhos em diversos campos distintos, como

análises médicas, biologia animal e vegetal, ciência de alimentos, análise de solos, dentre

outros. Porém, mesmo que existam modelos de redes disponíveis e já treinados para a

segmentação de imagens, a implementação dessas redes ainda implica em uma etapa de

treinamento, que é dependente de informações anotadas manualmente (MINAEE et al.,

2021).

Trabalhos, como o de Ronneberger, Fischer e Brox (2015) �zeram uso de técnicas

para contornar essa escassez de dados anotados para segmentar imagens médicas. Em seu

trabalho, é treinado um modelo deCNN chamado U-Net usando técnicas de aumento

de dados, permitindo aplicar distorções e ruído a um conjunto de dados anotado para

aumentar a quantidade de dados disponíveis no treinamento. Segundo os autores, essa

estratégia é apropriada para o aumento de dados de tecidos humanos, mas outros conjuntos

de dados onde essas distorções não são adequadas ainda sofreriam com escassez de dados

anotados.
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A dependência da anotação manual limita a disponibilidade de dados rotulados

e, consequentemente, o teste adequado de modelos de CNNs, que necessitam de gran-

des quantidades de dados para serem treinados apropriadamente (CLARO et al., 2023;

BARISIN et al., 2022). Diante disso, há relevância e potencial para pesquisa na busca

por métodos e ferramentas que sejam capazes de realizar segmentações mais simples, que

obtenham bons resultados sem a necessidade de reunir conjuntos de treinamento anotados,

ou seja, não-supervisionados.

2.3.2 Segmentação Não-Supervisionada

No contexto da classi�cação e segmentação de imagens, o aprendizado não su-

pervisionado, feito sem o uso de dados anotados, se mostra uma alternativa às CNNs

(BOROVEC et al., 2017). Nesse paradigma, algoritmos não fazem o uso de rótulos prévios,

realizando a tarefa de classi�cação ou segmentação baseado em padrões que o algoritmo

tenta identi�car por conta própria no conjunto de dados (ALASHWAL et al., 2019).

Diferentes tipos de algoritmos não-supervisionados podem ser usados para segmen-

tação de imagens (KAUR; KAUR, 2014), inclusive com anterioridade na literatura. Para

citar alguns, Khan et al. (2019) usam variações de algoritmos de Linhas Divisoras de Água

(Watershed) para segmentar redes de poros e grãos em amostras tridimensionais; Deng,

Fitts e Peters (2016) por sua vez usam como método a Técnica deThresholdingLocal Itera-

tivo ( TILT ) para segmentar rachaduras em amostras de matriz rochosa. Além dos citados,

outra categoria de algoritmos não-supervisionados são os algoritmos de clusterização.

2.4 Algoritmos de Clusterização

Os algoritmos de clusterização são métodos não-supervisionados capazes de dividir

o conjunto de dados em subgrupos (clusters) com base na proximidade entre os elementos

(KAUR; KAUR, 2014). Na Figura 3, diferentes subgrupos (clusters) são representados

por diferentes cores. São populares para procedimentos modernos de segmentação e

possuem performance superior aos seus similares na tarefa de segmentação, fornecendo

bons resultados dentro de um tempo curto (IBM, 2023), se destacando na segmentação de

imagens (BANDYOPADHYAY, 2021).
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Figura 4 � Representação básica do processo de clusterização. O objetivo é identi�car
subconjuntos de pontos de dados próximos entre si, e agrupá-los sob um mesmo
rótulo (representado por uma cor na imagem). Imagem adaptada de Alam
(2022)

Diferentes trabalhos de revisão de literatura recentes buscaram fazer um levanta-

mento dos principais algoritmos de clusterização usados para a tarefa de segmentação de

imagens. Os levantamentos de Sharma e Suji (2016) e Dubey, Vijay e Pratibha (2018)

buscam explorar apenas os principais algoritmos usados, assim como suas características

de destaque e limitações. Enquanto isso, Mittal et al. (2022) fazem uma revisão mais

abrangente, explorando 14 métodos diferentes de clusterização usados na segmentação de

imagens e comparando sua performance através de diferentes parâmetros em múltiplos

datasets.

Dentre todas as revisões citadas, �guram em todos os trabalhos os algoritmos

K-means (KM ) e o Fuzzy C-Means(FCM), tendo assim o maior destaque em diferentes

revisões recentes. Além dos citados, algoritmos de clusterização baseados em distância

também possuem grande relevância para o problema abordado nesse trabalho, uma vez

que são mais adequados para segmentarclustersde formas não-convexas, como os vazios

de estruturas tridimensionais (XIE et al., 2024).

2.4.1 K-means Clustering

K-means (KM ) é um dos algoritmos de clusterização mais simples e diretos. Apesar

da simplicidade, é tratado como uma grande referência de clusterização na literatura,

tendo inspirado diversos outros métodos de clusterização, incluindo oFCM (MITTAL et

al., 2022).

O algoritmo recebe como parâmetro um valor �k� que determina quantosclusters

ele deve formar no conjunto de dados recebido, e um parâmetro que dita o critério de
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convergência do algoritmo. Inicialmente, são criados no espaço, em posições aleatórias,

um número �k� de centróides que representam, cada um, o centro de umcluster. Em

seguida, supondo que cada centróide represente um rótulo de 1 a �k�, todos os pontos do

espaço recebem um rótulo de 1 a �k� de acordo com o centróide ao qual está mais perto

(DUBEY; VIJAY; PRATIBHA, 2018). Assim que todos os pontos estiverem associados a

um centróide, a média dos pontos é calculada, e a posição do centróide associado a esses

pontos é recalculada em direção a essa média. Esse processo é repetido até que o movimento

do centróide seja pequeno o su�ciente a ponto de se enquadrar dentro de um critério de

convergência de�nido como parâmetro, sinalizando que o algoritmo convergiu, encerrando

seu processamento (MITTAL et al., 2022). A �gura Figura 5 ilustra o re�namento da

clusterização feito pelo K-Means em poucas iterações.

Figura 5 � Algoritmo K-means. Os dados de treino são representados como pontos, e
os centróides dosclusters como cruzes. (a) Conjunto de dados original. (b)
Centróides iniciais dosclustersescolhidos aleatoriamente. (c-f) Duas iterações
do K-means. A cada iteração, cada ponto é atribuído ao centróide docluster
mais próximo (representado ao �colorir� os pontos com a mesma cor do centróide
do cluster ao qual foi atribuído); em seguida, cada centróide é movido para a
média dos pontos atribuídos ao seucluster. Imagem de Piech (2013)

O KM é considerado um algoritmo dehard clustering, o que signi�ca que os pontos

de dados são atribuídos a um únicocluster apenas. Dessa forma, cada ponto tem uma

relação com todos osclustersque pode ser representada por 0 (não pertence aocluster) e

1 (pertence aocluster) (MITTAL et al., 2022). Outro ponto a se destacar é que �k� é um

parâmetro de�nido antes da execução. Caso haja a necessidade de avaliar a qualidade da

clusterização para diferentes valores de �k�, o algoritmo deve ser executado outra vez para

cada novo valor que se queira testar (MEHAR; MATAWIE; MAEDER, 2013).
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2.4.2 Fuzzy C-means Clustering

Um dos algoritmos inspirados peloKM é o Fuzzy C-means (FCM). Analogamente

ao KM , o FCM possui um parâmetro �c� que determina, antes da execução, o número

de clusters a serem formados e um critério de convergência. Além desse, possui outro

parâmetro �m�, um índice de �fuzzi�cação� que será detalhado mais adiante (GHOSH;

DUBEY, 2013). A principal diferença entre os dois é que oFCM permite que um ponto de

dado pertença a mais de umcluster ao mesmo tempo, porém não da forma determinística

e rígida como faz oKM . No FCM, cada ponto possui um �coe�ciente de pertencimento�

associado a cadacluster, que quanti�ca a similaridade que um dado ponto tem com cada

cluster (SHARMA; SUJI, 2016). O coe�ciente de pertencimento de cada ponto é calculado

a partir da distância entre o ponto e cada centróide, como mostra a Figura 6.

Figura 6 � Coe�cientes de pertencimento no algoritmo Fuzzy C-means em uma iteração
intermediária do algoritmo. O pontoX 5 se relaciona com todos os centróides
(C1 e C2) através de diferentes valores de pertencimento (0.7 e 0.3). Imagem
do próprio autor

No FCM, temos uma matriz de coe�cientes de pertencimento, relacionando cada

ponto a um número �c� de centróides, cada um representando o centro de umcluster. Essa

matriz é inicializada com valores aleatórios. Depois disso, para cada centróide, uma posição

inicial (e para as próximas iterações, uma nova posição) é calculada a partir da média

ponderada da matriz de coe�cientes dos pontos. Após essa etapa é calculada a diferença

entre a posição assumida e a posição anterior de todos os centróides. Se a diferença for

menor ou igual um valor limite especi�cado, o algoritmo converge, se não for, a matriz
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de coe�cientes é recalculada, iniciando uma nova iteração (BEZDEK; EHRLICH; FULL,

1984).

Ao longo de sua execução, o impacto dos coe�cientes de cada ponto em cada

centróide é moderado pelo parâmtro �m�, chamado de �fuzzi�cador� ou �expoente de

peso�. Esse parâmetro é necessariamente maior que 1, e sua função no algoritmo é de

controlar a a distribuição da in�uência dos pontos pelos centróides. Quanto maior seu

valor, mais distribuída é a in�uência do coe�ciente de cada ponto, e quanto menor e

mais próximo de 1, mais determinística é a in�uência, aproximando o algoritmo do seu

antecessor KM (BEZDEK; EHRLICH; FULL, 1984; WU, 2012).

Por um ponto se relacionar com mais de umcluster ao mesmo tempo, através

de diferentes coe�cientes de pertencimento, oFCM é classi�cado como algoritmo desoft

clustering. Ao contrário do KM , durante sua execução, e ao �nal dela, os pontos não

recebem uma relação de 0 ou 1 para cadacluster, independente do quão alto ou baixo

seja seu coe�ciente de pertencimento em relação a ele (MITTAL et al., 2022). A saída é

composta da matriz de coe�cientes e da posição dos centroides, permitindo interpretações

mais �exíveis sobre a relação dos pontos de dados com osclusters (BEZDEK; EHRLICH;

FULL, 1984).

Apesar de potencialmente obter resultados melhores que seu antecessorKM , em

contrapartida ao ganho em precisão, é também necessário um maior tempo de execução,

sendo menos performatico em conjuntos de dados muito grandes (WIHARTO; SURYANI,

2020).

2.4.3 Density-Based Spatial Clustering of Applications with Noise (DBSCAN)

Quando comparado com algoritmos de clusterização baseados em distância, como os

citados anteriormente, oDBSCAN é tido como mais adequado para lidar comclustersde

formatos irregulares (XIE et al., 2024). Essa característica o torna um potencial candidato

a segmentar adequadamente bolhas, buracos e canais em uma imagem tridimensional.

O DBSCAN se classi�ca como um algoritmo baseado em densidade, o que sig-

ni�ca que segue um paradigma diferente doK-means e de outros algoritmos derivados

(KANAGALA; KRISHNAIAH, 2016). Em alto nível, seu funcionamento se baseia em

identi�car regiões no espaço com uma alta densidade de pontos, criar diferentesclusters

nas regiões de maior densidade, e expandi-los a �m de englobar os pontos em áreas com

menor densidade. Ao mesmo tempo, o algoritmo busca ignorar pontos que estejam em

áreas de densidade muito baixa, classi�cando-os como pontos de ruídooutliers que não

pertencem a nenhumcluster (ESTER et al., 1996).

O primeiro parâmetro necessário para o funcionamento do algoritmo é o raio (").

É usado para identi�car quantos vizinhos cada ponto no espaço possui. Ao início da
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execução, para cada ponto, o parâmetro" é usado para calcular o espaço que compreende

a vizinhança desse ponto. Havendo outro ponto de dado que compartilha posição com esse

espaço de vizinhança, esse ponto é tomado como vizinho do ponto original. Esse processo

é repetido para todos os pontos, quanti�cando quantos vizinhos cada ponto possui (LI,

2020).

Após esse passo, o algoritmo usa a quantidade de vizinhos de cada ponto para

classi�cá-los como sendo um ponto de núcleo (core point), ponto de borda (border point)

ou um ponto de ruído (outlier ). Para isso, como mostra a Figura 7 faz uso de um segundo

parâmetro chamadoMinPts (mínimo de pontos), cuja função é servir como um valor limite

que discrimina cada ponto a depender do seu número de vizinhos. Se um ponto possui

uma vizinhança maior ou igual aMinPts, é classi�cado como um ponto de núcleo (ESTER

et al., 1996).

Uma vez que todos os pontos de núcleo foram identi�cados, um deles é escolhido

aleatoriamente e rotulado como pertencente ao primeirocluster. Em seguida todos os seus

vizinhos que também forem pontos de núcleo também o são, e o processo se repete a partir

desses mesmos vizinhos até que os pontos pertencentes ao primeirocluster não possuam

mais nenhum ponto de núcleo como vizinho. Terminada a expansão do primeirocluster, o

algoritmo busca por outro ponto de núcleo, rotula-o como pertencente ao segundocluster,

e segue o mesmo processo (ESTER et al., 1996). Como o algoritmo não possui um número

pré-de�nido de clusters como oK-means e derivados, ele identi�ca quantosclusters forem

necessários no espaço de acordo com os parâmetros providos. Quando não houverem mais

ponto de núcleo no espaço, isso signi�ca que o número declustersestá de�nido até o �m

da execução (LI, 2020).

Nesse estágio da execução, resta ainda discriminar os pontos restantes, que não

foram classi�cados como pontos de núcleo, como pertencentes ou não aosclusterscriados

no estágio passado. Pontos que estiverem dentro do raio" de um ponto de núcleo são

classi�cados como pontos de borda (border points), signi�cando que são pertencentes ao

cluster associado a este ponto de núcleo. Caso um ponto de borda esteja dentro do raio

de dois ou mais pontos de núcleo diferentes, o primeiro ponto de núcleo a processar esse

ponto de borda o associa ao seu cluster. Pontos que estiverem fora do raio" de qualquer

ponto de núcleo são classi�cados como pontos de ruído (outliers) (ESTER et al., 1996).
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Figura 7 � Pontos de núcleo (quadrados azuis), pontos de borda (círculos pretos) e pontos
de ruído (círculos brancos) identi�cados após a execução doDBSCAN. Nesse
exemplo, como todos os três pontos de núcleo estão fora do raio uns dos outros,
há três clustersdiferentes. Imagem adaptada de Chauhan (2022)

Como o número declustersnão é pré-de�nido, o algoritmo não tem limite para a

quantidade declustersencontrada no espaço, sendo uma função apenas dos parâmetros

", e MinPts, de�nidos antes da execução. Além disso, outra vantagem é a clusterização

mais adequada de conjuntos de dados não-convexos e não-lineares frente aos algoritmos

derivados doKM (BANDYOPADHYAY; PAUL, 2013). A Figura 8 permite comparar

o desempenho doKM e do DBSCAN em uma imagem tridimensional contendo duas

estruturas circulares que se entrelaçam, um tipo de problema comum ao segmentar canais

em amostras tomografadas por raios X.

Figura 8 � Segmentação de duas estruturas tridimensionais. (a) segmentação feita pelo
K-means, não discriminando corretamente as duas estruturas. (b) segmentação
feita pelo DBSCAN, discriminando-as corretamente. Imagem de Liang et al.
(2021)

Outra vantagem doDBSCAN é sua complexidade computacional linear. O trabalho

de Bandyopadhyay e Paul (2013) mostra o tempo de execução doDBSCAN em uma tarefa
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de segmentação de imagens de tumores cerebrais, quando comparado aoKM , que por

sua vez possui menor custo computacional comparado aoFCM (WIHARTO; SURYANI,

2020). Como mostra a Figura 9, o custo computacional doKM cresce exponencialmente

conforme o tamanho em pixels da imagem analisada aumenta linearmente.

Figura 9 � Custo Computacional dos algoritmosK-meanse DBSCAN conforme o tamanho
em pixels da imagem de entrada aumenta. Imagem adaptada de Bandyopadhyay
e Paul (2013)

Para calcular parâmetros morfométricos, como o volume super�cial, é necessário

distinguir, dentro de uma mesma instância vazia, quais pontos compõem seu interior e

quais pontos compõem o exterior da instância. Para isso é necessário um algoritmo capaz

de classi�car pontos em diferentes categorias baseado no seu número de vizinhos.

2.5 Vizinhos mais próximos

Para realizar a busca por vizinhos e classi�car o ponto em interno ou externo

baseado no número de vizinhos encontrado, há diferentes opções de algoritmos, como

Octree (MEAGHER, 1982), Ball Tree (OMOHUNDRO, 1989) e k-d tree (BENTLEY,

1975). Ok-d tree (k-dimensional tree) é um exemplo de algoritmo popular e performático,

que possibilita a identi�cação rápida den vizinhos próximos em grandes volumes de dados

tridimensionais (PATWARY et al., 2016), por essa razão foi escolhido como o algoritmo

de busca por vizinhos.
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O k-d treeé uma estrutura de dados hierárquica usada para organizar pontos em um

espaço multidimensional. Ele divide recursivamente o espaço ao longo de eixos alternados,

criando uma árvore binária onde cada nó representa um ponto e suas subárvores contêm

pontos de diferentes regiões do espaço. Essa organização permite buscas e�cientes, como a

de vizinhos mais próximos, reduzindo signi�cativamente a complexidade em comparação

com uma busca ingênua (NAIM; HAMZA-LUP; HEYDARI, 2021).

Figura 10 � Organização estrutural de umak-d tree. Para construir a árvore e hierarquia
de busca, o espaço é dividido recursivamente ao longo de eixos alternados.
Imagem de Hristov (2023)
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3 Metodologia

A obtenção de parâmetros estruturais propostos no objetivo deste trabalho se deu

através da seguinte sequência de passos: geração de modelos tridimensionais arti�ciais

contendo diferentes espaços vazios no seu interior; segmentação dos espaços vazios; clas-

si�cação de cada espaço vazio previamente segmentado em uma das categorias: bolhas

(vazios com nenhuma saída para o exterior), buracos (vazios com apenas uma saída) e

canais (vazios com duas ou mais saídas); discriminação de pontos internos e externos a

cada instância de vazio; o cálculo dos parâmetros topológicos e morfométricos. A Figura 11

apresenta um �uxograma da metodologia descrita.

Figura 11 � Fluxograma da metodologia desenvolvida. Imagem do próprio autor.

3.1 Modelos tridimensionais arti�ciais

Assim como demonstraram os trabalhos de Barisin et al. (2022) e Dunn et al. (2019),

modelos tridimensionais arti�ciais que capturam características importantes de amostras

tridimensionais reais podem ser usados para avaliar mais rapidamente a adequação de

algoritmos de segmentação ao tipo de amostra que se deseja analisar, bem como avaliar

sua acurácia e velocidade. Com isso em mente, foram gerados modelos tridimensionais

arti�ciais a �m de simular amostras tomografadas, como forma de obter uma validação

mais rápida do método antes da sua aplicação em amostras reais, cuja obtenção é mais

custosa.

O primeiro passo foi gerar modelos tridimensionais arti�ciais que oferecessem

diferentes cenários de teste para o algoritmo, contendo imagens com ao menos uma

estrutura vazia dentre as categorias a serem classi�cadas (canais, bolhas ou buracos), bem
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como múltiplos vazios de diferentes categorias dentro de uma mesma imagem. Também

foram geradas imagens similares com pequenas variações para testar a capacidade do

algoritmo de distinguir pequenas diferenças espaciais no conjunto de dados.

Para gerar os modelos tridimensionais, diferentes ferramentas são disponibilizadas

gratuitamente, como ossoftwares BlendereImageJ (SCHNEIDER; RASBAND; ELICEIRI,

2012). Dentre os citados, foi utilizado osoftware ImageJ. Além de ser uma ferramenta

de domínio público (SCHINDELIN et al., 2015), é mais simples que oBlender, possui

anterioridade na literatura para geração de partículas geométricas de diferentes formatos

(IGATHINATHANE et al., 2008) e já havia sido previamente testada pelo autor para a

geração dos modelos tridimensionais desejados, ao contrário de outrossoftwaressimilares.

A ferramenta permitiu construir diferentes modelos tridimensionais, como mostra

a �gura Figura 12a., onde foi gerado um toro triplo: uma �gura formada pela interseção

de três canais que se encontram no meio da �gura, tornando-os na prática um canal único

com seis saídas.

A partir de cada modelo, foram geradas sequências de100arquivos de imagem no

formato TIFF 1 com resolução100� 100, compostos por pixels pretos (que representam o

espaço vazio) e brancos (representando a estrutura material), como mostra a Figura 12b.

As 100 imagens ordenadas sequencialmente representam o modelo tridimensional completo

em resolução100� 100� 100, sendo que cada uma recebe um índice de 0 a 99 para garantir

a ordenação.
1 Tagged Image File Format (TIFF), um formato de imagem utilizado para armazenamento de imagens

de alta qualidade. A extensão do arquivo é �.tif�.
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Figura 12 � Modelo de um toro triplo gerado através do software ImageJ. (a) Representação
tridimensional. (b) Grade 10� 10 de 100 seções bidimensionais do modelo
gerado. Imagem do próprio autor.

Após obter a sequência, cada uma das 100 imagens foi transformada em um arquivo

CSV2 com 100 linhas e 100 colunas, sendo as linhas a representação do eixoX e as

colunas a representação do eixoY. Da mesma forma, cada arquivo representa a imagem

relacionada, ou seja, o eixoZ . Em cada arquivo, foi usado o valor1 para representar os

pixels brancos (estrutura material), e0 para representar os pixels pretos (espaço vazio).

Para isso, foi usada a bibliotecaPillow (CLARK, 2015) para a linguagemPython, que

possibilita analisar o valor de pixels individuais em uma imagem. Para cada pixel com valor

255 (branco) era escrito o valor1 no CSV, e para cada pixel com valor 0, era escrito o valor

0. A Figura 13 mostra uma região selecionada de uma imagem e a região correspondente

do arquivo gerado a partir dela.
2 Comma-Separated Values (CSV), um formato de arquivo utilizado para armazenar dados tabulares,

onde os valores são separados por vírgulas. A extensão do arquivo é �.csv�.
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