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RESUMO

Este trabalho apresenta uma análise comparativa entre um método exato e uma
meta-heurística aplicados ao problema de otimização de picking em armazéns, especifi-
camente o Problema da Seleção de Pedidos Ótima (SPO) proposto no Primeiro Desafio
Mercado Livre de Otimização para o SBPO 2025. O problema consiste em selecionar
pedidos para processamento e determinar quais corredores devem ser visitados, com
o objetivo de maximizar a razão entre o número total de itens coletados e o número
de corredores visitados. Foram implementadas duas abordagens: uma solução exata
utilizando o solver CPLEX e a meta-heurística Simulated Annealing calibrada pelo
iRace. Os experimentos computacionais realizados avaliaram o desempenho dessas
abordagens em termos de qualidade da solução, eficiência temporal e escalabilidade
em instâncias de diferentes tamanhos. Os resultados demonstram que o método exato
encontrou soluções ótimas para 70% das instâncias, apresentando desempenho supe-
rior em instâncias pequenas e médias, enquanto a meta-heurística ofereceu soluções
viáveis para todas as instâncias, com diferença média de 79% em relação às soluções
do CPLEX.

Palavras-chave: Otimização Combinatória. Meta-heurísticas. Picking em Armazéns.
Simulated Annealing.



ABSTRACT

This work presents a comparative analysis between an exact method and a meta-
heuristic applied to the warehouse picking optimization problem, specifically the Optimal
Order Selection Problem (SPO) proposed in the First Mercado Livre Optimization
Challenge for SBPO 2025. The problem consists of selecting orders for processing
and determining which aisles should be visited, with the objective of maximizing the
ratio between the total number of items collected and the number of aisles visited. Two
approaches were implemented: an exact solution using the CPLEX solver and the
Simulated Annealing meta-heuristic calibrated using iRace. Computational experiments
were conducted to evaluate the performance of these approaches in terms of solution
quality, temporal efficiency, and scalability across instances of different sizes. The results
demonstrate that the exact method found optimal solutions for 70% of the instances,
showing superior performance for small and medium instances, while the meta-heuristic
provided viable solutions for all instances with an average difference of 79% compared
to CPLEX solutions.

Keywords: Combinatorial Optimization. Meta-heuristics. Warehouse Picking. Simu-
lated Annealing.
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1 INTRODUÇÃO

A eficiência na cadeia de suprimentos moderna é altamente dependente da otimização
dos processos logísticos, entre os quais destaca-se a atividade de picking (coleta ou
separação de itens) em armazéns. Esse processo representa uma parcela significativa
dos custos operacionais logísticos, podendo corresponder a até 55% do custo total
de operação de um armazém (Tompkins et al., 2010). A importância do picking
tem se intensificado com o crescimento do comércio eletrônico, que impõe desafios
adicionais como a fragmentação de pedidos, prazos de entrega cada vez mais curtos e
a necessidade de processar um volume elevado de transações.

Neste contexto crítico, emerge o problema de otimização de picking em armazéns,
objeto de estudo deste trabalho. Este problema visa atacar diretamente as ineficiências
mencionadas através da seleção otimizada de pedidos para processamento simultâneo
(formando "ondas de pedidos") e determinação dos corredores que devem ser visitados.
O objetivo central é maximizar a eficiência operacional, medida pela razão entre o
número total de itens coletados e o número de corredores visitados, minimizando assim
a movimentação improdutiva e maximizando a produtividade da operação.

1.1 O problema e sua importância

O problema abordado neste trabalho foi proposto como parte do Primeiro Desafio
Mercado Livre de Otimização, realizado em colaboração com a Sociedade Brasileira
de Pesquisa Operacional (SOBRAPO) no contexto do LVII Simpósio Brasileiro de
Pesquisa Operacional (SBPO 2025). Este desafio, lançado pelo Shipping Optimization
Team (SOT) do Mercado Livre, representa uma situação simulada que pode ter sido
enfrentada pela maior empresa de e-commerce da América Latina.

O desafio trata especificamente do Problema da Seleção de Pedidos Ótima (SPO),
que requer a seleção otimizada de um subconjunto de pedidos para processamento
simultâneo (denominado wave) e a determinação dos corredores a serem visitados. O
objetivo é maximizar a eficiência da operação através da razão entre itens coletados e
corredores visitados.

O desafio estabelece um conjunto de regras e restrições específicas:

• O total de itens dos pedidos que fazem parte da wave deve respeitar limites
mínimos (waveSizeLB) e máximos (waveSizeUB) decorrentes de restrições ope-
racionais;

• Todos os itens de um pedido selecionado devem ser coletados;
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• Um corredor só é considerado visitado se pelo menos um item nele localizado for
coletado;

• As soluções são avaliadas com base na qualidade das waves geradas para um
conjunto de instâncias de teste fornecidas pelos organizadores.

O desafio estabelece especificações técnicas para implementação das soluções, in-
cluindo linguagem Java 11, estrutura Maven e tempo limite de execução de 10 minutos
por instância.

A importância deste problema transcende o contexto acadêmico, impactando direta-
mente na competitividade das empresas de e-commerce através da redução de custos
operacionais, aumento da capacidade de processamento e melhoria nos níveis de
serviço ao cliente.

A natureza combinatória do problema e o grande espaço de soluções possíveis para
instâncias de grande porte justificam a exploração de diferentes abordagens de solução,
desde métodos exatos até meta-heurísticas, que constituem o foco deste trabalho.

1.2 Ambiente Operacional do Problema

Para contextualizar o problema estudado, é importante compreender o ambiente ope-
racional real onde o SPO se aplica. O centro de distribuição do Mercado Livre em
Cajamar (SP) exemplifica a complexidade logística que motivou a formulação do pro-
blema abordado neste trabalho.

A Figura 1 ilustra diferentes etapas do processo de picking no centro de distribuição,
evidenciando a necessidade de otimização na seleção e coleta de itens. O processo
envolve desde a recepção e armazenamento de produtos até a formação de ondas de
pedidos e coleta eficiente pelos operadores.
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Figura 1 – Processo de picking no centro de distribuição do Mercado Livre.

Fonte: Adaptado de Folha de S.Paulo (Folha de S.Paulo, 2022).

A galeria de imagens evidencia os principais desafios operacionais que o problema SPO
visa otimizar: (1) a gestão tecnológica do processo através de dispositivos eletrônicos
que orientam a coleta, (2) a necessidade de percorrer múltiplos corredores organizados
numericamente para localizar itens específicos, (3) a importância da organização
espacial dos produtos em estantes padronizadas, (4) o processo manual de coleta
e conferência de itens, (5) a logística de transporte interno através de esteiras e
contêineres, e (6) a complexidade de formar ondas eficientes que maximizem a razão
entre itens coletados e corredores visitados. Observa-se também o ambiente de grande
escala do centro de distribuição, que reforça a importância de algoritmos de otimização
para gerenciar a complexidade combinatória inerente ao problema.

Este contexto operacional real reforça a relevância prática do problema estudado e
demonstra como a otimização algorítmica pode impactar diretamente na eficiência de
operações logísticas de grande escala.

1.3 Objetivos

1.3.1 Objetivo geral

O objetivo geral deste trabalho é realizar uma análise comparativa entre uma aborda-
gem exata e uma meta-heurística aplicados à resolução do problema de otimização
de picking em armazéns, avaliando as vantagens e limitações de cada abordagem em
diferentes cenários.
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1.3.2 Objetivos específicos

Para atingir o objetivo geral, estabelecem-se os seguintes objetivos específicos:

• Desenvolver a formulação matemática para o problema utilizando programação
linear inteira mista, a ser implementada com o solver CPLEX;

• Implementar uma meta-heurística para a resolução do problema: Simulated
Annealing;

• Realizar experimentos computacionais em diversas instâncias do problema, vari-
ando em tamanho e complexidade;

1.4 Estrutura do Trabalho

Este trabalho está estruturado da seguinte forma:

• O Capítulo 2 apresenta uma revisão da literatura sobre o problema de picking em
armazéns e os métodos de otimização aplicáveis;

• O Capítulo 3 detalha a metodologia implementada, incluindo a formulação mate-
mática do problema e a descrição completa dos algoritmos desenvolvidos;

• O Capítulo 4 apresenta os experimentos computacionais realizados e a análise
detalhada dos resultados obtidos;

• O Capítulo 5 discute as considerações finais, contribuições do trabalho e perspec-
tivas para pesquisas futuras.
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2 REVISÃO DE LITERATURA

Este capítulo apresenta a fundamentação teórica sobre o problema de picking em
armazéns e os métodos de otimização utilizados: programação linear inteira mista
(CPLEX) e Simulated Annealing.

2.1 Problema de Picking em Armazéns

O problema de picking em armazéns constitui uma atividade operacional crucial na
gestão de centros de distribuição. Conforme estabelecido na introdução deste trabalho,
sua eficiência é fundamental para a competitividade empresarial, especialmente no
contexto do crescimento acelerado do e-commerce.

O problema abordado neste trabalho, denominado Problema da Seleção de Pedi-
dos Ótima (SPO), foi proposto pelo Mercado Livre no contexto do SBPO 2025. Este
problema apresenta características específicas que o distinguem dos problemas tradici-
onais de picking encontrados na literatura, particularmente pela função objetivo que
visa maximizar a razão itens coletados/corredores visitados.

2.1.1 Trabalhos Correlatos

A literatura sobre otimização de picking foca principalmente em três áreas principais:
roteamento de coletores, agrupamento de pedidos (order batching) e zoneamento de
armazéns. Esta seção apresenta os principais trabalhos relacionados, organizados por
área de contribuição.

Hong, Johnson e Peters (2012) desenvolveram algoritmos genéticos especificamente
para o problema de agrupamento de pedidos em armazéns, com foco na minimização
do tempo total de processamento. Seus experimentos demonstraram redução média
de 15% no tempo de coleta comparado a métodos tradicionais FIFO, testando em
instâncias com até 50 pedidos simultâneos. O trabalho estabeleceu que o agrupamento
otimizado de pedidos pode proporcionar ganhos significativos mesmo em operações
de pequena escala.

Rasmi, Kazan e Türkay (2022) propuseram métodos de formação de ondas de pedidos
utilizando técnicas de clusterização baseadas em k-means, focando na similaridade en-
tre itens dos pedidos. Seus resultados experimentais em um armazém real mostraram
redução de 23% na distância total percorrida pelos operadores quando comparado ao
agrupamento aleatório. O estudo demonstrou a importância da análise de similaridade
de produtos para formação eficiente de ondas de coleta.

Won e Olafsson (2005) desenvolveram heurística baseada no conceito de economia
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de distância para formação de ondas em armazéns com múltiplos corredores parale-
los. A abordagem resultou em economia média de 18% na distância percorrida em
experimentos com layout típico de centro de distribuição. Este trabalho foi pioneiro em
abordar especificamente a estrutura de corredores paralelos, similar ao contexto do
problema SPO estudado neste trabalho.

Tabrizi, Ghaderi e Torabi (2023) desenvolveram modelos matemáticos integrados
que simultaneamente abordam agrupamento de pedidos, roteamento de coletores e
zoneamento de armazém. Seus experimentos computacionais com instâncias de até
100 pedidos demonstraram que a otimização integrada pode proporcionar melhorias de
até 30% comparada à otimização sequencial dos subproblemas. O trabalho evidencia a
importância de considerar simultaneamente múltiplas decisões operacionais no picking.

Deng et al. (2023) investigaram otimização de picking considerando correlação esta-
tística entre produtos frequentemente comprados juntos. Utilizando dados históricos
de vendas, desenvolveram algoritmos que agrupam pedidos baseado em padrões de
co-ocorrência de produtos. Os resultados mostraram redução de 12% no número de
corredores visitados quando a correlação entre produtos é considerada na formação
de ondas de coleta.

Berg e Zijm (2001) apresentaram revisão sistemática abrangente sobre estratégias
de picking em armazéns, estabelecendo taxonomia fundamental que classifica as
abordagens em três categorias principais: heurísticas de roteamento (focadas na
sequência de visitação), métodos de agrupamento (concentrados na seleção de pedi-
dos) e técnicas de zoneamento (direcionadas à divisão espacial do armazém). Esta
classificação tornou-se referência padrão na área, sendo citada por mais de 500 traba-
lhos subsequentes e fornecendo base conceitual para desenvolvimentos posteriores
na otimização de operações de picking.

A revisão da literatura revela que poucos trabalhos abordam especificamente a maximi-
zação da razão itens coletados/corredores visitados, que constitui o objetivo central
do problema SPO proposto pelo Mercado Livre. A maioria dos estudos foca em mini-
mização de distância percorrida ou tempo total de operação, enquanto o SPO busca
maximizar a eficiência através de uma métrica de produtividade específica. Esta carac-
terística única destaca a originalidade e relevância prática do problema estudado neste
trabalho.

2.2 Métodos Exatos

Métodos exatos garantem encontrar a solução ótima explorando sistematicamente o
espaço de soluções viáveis através de algoritmos como Branch-and-Bound , Branch-
and-Cut e programação linear inteira. Na literatura de picking, métodos exatos são
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utilizados principalmente para resolver problemas de pequena e média escala, ofere-
cendo garantia teórica de otimalidade às custas de maior demanda computacional.

Reinhart et al. (2022) desenvolveram algoritmo Branch-and-Price especializado para
problemas integrados de agrupamento de pedidos e roteamento de coletores. Seus
experimentos computacionais demonstraram capacidade de resolver instâncias com até
80 pedidos simultaneamente em tempo computacional inferior a uma hora, utilizando
decomposição de Dantzig-Wolfe para explorar a estrutura específica do problema.
O trabalho evidenciou que técnicas avançadas de decomposição podem estender
significativamente a aplicabilidade de métodos exatos em problemas de picking de
média escala.

Briant et al. (2020) propuseram abordagem de programação linear inteira para otimi-
zação de operações de picking em armazéns automatizados. Utilizando técnicas de
pré-processamento e cortes válidos especializados, conseguiram resolver instâncias
com até 150 produtos e 40 pedidos simultaneamente, alcançando soluções ótimas em
95% dos casos testados dentro de limite temporal de 30 minutos. O estudo demonstrou
que algoritmos exatos customizados podem superar soluções comerciais genéricas em
problemas específicos de logística.

Embora métodos exatos garantam otimalidade teórica, enfrentam limitações significati-
vas em problemas de grande porte características do picking industrial: crescimento
exponencial do tempo computacional com o aumento da complexidade combinatória,
requisitos elevados de memória para manter árvores de busca, e intratabilidade prá-
tica para instâncias reais com milhares de pedidos e centenas de corredores. Essas
limitações fundamentais motivam a investigação e desenvolvimento de abordagens
meta-heurísticas como alternativa para problemas de larga escala.

2.3 Meta-heurísticas

Meta-heurísticas são estratégias de alto nível que exploram eficientemente o espaço
de busca, encontrando soluções de boa qualidade em tempo computacional aceitável,
embora sem garantia de otimalidade. Na literatura de picking, diversas meta-heurísticas
têm sido aplicadas com sucesso para abordar a complexidade combinatória inerente
aos problemas de otimização em armazéns.

Ardjmand et al. (2019) desenvolveram abordagem híbrida combinando Simulated
Annealing com algoritmo genético para resolver simultaneamente problemas de agru-
pamento de pedidos e roteamento de coletores em armazéns. Seus experimentos
computacionais com instâncias de até 200 pedidos demonstraram que a hibridização
superou heurísticas tradicionais em qualidade de solução (melhoria média de 22%
na função objetivo) e eficiência temporal (redução de 35% no tempo computacional
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comparado ao SA puro). O trabalho estabeleceu que estratégias híbridas podem
combinar as vantagens de diferentes meta-heurísticas em problemas complexos de
logística.

Rabbani e Kazemi (2015) propuseram algoritmo híbrido integrando Simulated Anne-
aling com algoritmo de Dijkstra para otimização conjunta de localização de hubs de
distribuição e roteamento de veículos. Os resultados experimentais em rede logística
com 15 hubs candidatos e 50 pontos de demanda mostraram redução de 18% no custo
total comparado a métodos heurísticos convencionais.

A literatura demonstra que meta-heurísticas como Simulated Annealing, algoritmos
genéticos e Tabu Search têm sido eficazes em problemas de picking, especialmente
quando integradas em abordagens híbridas que combinam suas vantagens específicas.
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3 METODOLOGIA

Este capítulo apresenta a metodologia desenvolvida para abordar o problema de otimi-
zação de picking em armazéns através de análise comparativa entre métodos exatos e
meta-heurísticas. A pesquisa caracteriza-se como aplicada, de natureza quantitativa,
com finalidade exploratória e descritiva, classificando-se como experimental do ponto
de vista dos procedimentos técnicos.

O capítulo está estruturado em quatro seções principais: (1) definição do objeto de
estudo com caracterização detalhada do problema SPO; (2) desenvolvimento da mo-
delagem matemática com quatro formulações distintas para abordagem exata; (3)
implementação da meta-heurística Simulated Annealing com estruturas de vizinhança
especializadas; (4) descrição da implementação computacional e configuração experi-
mental dos métodos desenvolvidos.

3.1 Objeto de Estudo

O objeto de estudo é o problema de otimização de picking em armazéns proposto pelo
Mercado Livre. A abordagem quantitativa justifica-se pela necessidade de mensurar
objetivamente o desempenho dos diferentes métodos de otimização, utilizando métricas
como qualidade da solução, tempo computacional e consumo de recursos. A natureza
exploratória decorre da investigação de diferentes técnicas e suas adaptações para o
problema específico, enquanto o caráter descritivo relaciona-se à análise comparativa
sistemática dos resultados obtidos.

3.1.1 Definição do Problema da Seleção de Pedidos Ótima (SPO)

O Problema da Seleção de Pedidos Ótima (SPO) foi formulado pelo Shipping Optimiza-
tion Team (SOT) do Mercado Livre em colaboração com a SOBRAPO para o Primeiro
Desafio Mercado Livre de Otimização (SOBRAPO, 2025). O problema consiste na
seleção de um subconjunto de pedidos para processamento simultâneo (formando uma
"onda") e na determinação dos corredores a serem visitados para coleta dos itens. O
objetivo é maximizar a razão entre o número total de itens coletados e o número de
corredores visitados.

Características Principais do SPO:

• Conjunto de pedidos com diferentes tipos e quantidades de itens

• Itens distribuídos em corredores com capacidades específicas

• Restrições de tamanho mínimo e máximo da onda (waveSizeLB e waveSizeUB)
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• Função objetivo fracionária: maximizar itens coletados
corredores visitados

3.1.2 Estrutura Geral do Problema

O problema abordado consiste na seleção de pedidos para processamento simultâneo
(formação de uma onda de pedidos) e na determinação dos corredores a serem
visitados para coleta dos itens. A Figura 2 ilustra a estrutura geral do problema SPO.

Entrada Processamento Saída
Conjunto de Pedidos Algoritmo de Onda de Pedidos

Conjunto de Corredores Otimização + Corredores Visitados
Limites da Onda

Figura 2 – Estrutura do Problema da Seleção de Pedidos Ótima

Formalmente, o problema pode ser descrito da seguinte forma:

• Dados de entrada:

– Conjunto de pedidos, cada um contendo múltiplos itens de diferentes tipos;

– Conjunto de corredores, cada um contendo diferentes tipos de itens;

– Número total de tipos de itens disponíveis;

– Limites mínimo (waveSizeLB) e máximo (waveSizeUB) para o tamanho total
da onda (quantidade de itens).

• Variáveis de decisão:

– Quais pedidos incluir na onda;

– Quais corredores visitar para coletar os itens necessários.

• Função objetivo: Maximizar a eficiência da coleta, definida como a razão entre
o número total de itens coletados e o número de corredores visitados.

• Restrições:

– A quantidade total de itens na onda deve estar dentro dos limites estabeleci-
dos;

– Todos os itens de um pedido selecionado devem ser coletados;

– Um item só pode ser coletado se o corredor correspondente for visitado.
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3.2 Modelagem Matemática

A condução da pesquisa seguiu uma metodologia estruturada, respeitando as diretrizes
estabelecidas pelo Primeiro Desafio Mercado Livre de Otimização (SOBRAPO, 2025).
O problema da Seleção de Pedidos Ótima foi formulado utilizando Programação Linear
Inteira Mista (PLIM), sendo desenvolvidos quatro modelos matemáticos distintos para
investigação metodológica. O Modelo 3 (linearizado) constitui a formulação principal
utilizada nos experimentos computacionais, enquanto os demais modelos apresentam
limitações específicas: o Modelo 1 possui função objetivo não-linear, o Modelo 2 requer
resolução múltipla, e o Modelo 4 fornece apenas soluções aproximadas sem garantia
de otimalidade.

Para a formulação dos modelos matemáticos, foram estabelecidas definições específi-
cas do domínio do problema. Um item representa um produto que pode ser solicitado,
enquanto um pedido constitui uma lista específica de itens solicitados por um cliente
com suas respectivas quantidades. A coleta é o processo de recuperar produtos do ar-
mazém, sendo o backlog o conjunto de pedidos cujos itens ainda não foram coletados.
Uma wave (onda) representa um subconjunto de pedidos do backlog selecionados para
processamento simultâneo, coletados em corredores que constituem fileiras paralelas
de estantes onde os itens são armazenados. O objetivo é maximizar a produtividade
da coleta através da otimização da razão entre itens coletados e corredores visitados.

Os dados de entrada do problema compreendem o conjunto O de pedidos no backlog,
onde Io representa o subconjunto de itens solicitados pelo pedido o ∈ O e I =

⋃
o∈O Io

o conjunto total de itens. Para cada item i, Ai define o subconjunto de corredores
contendo pelo menos uma unidade desse item, sendo A =

⋃
i∈I Ai o conjunto completo

de corredores. Os parâmetros uoi especificam o número de unidades do item i ∈ I

solicitado pelo pedido o ∈ O, enquanto uai representa o número de unidades do item
i ∈ I disponíveis no corredor a ∈ A. Os limites inferior e superior do tamanho da wave
são definidos por waveSizeLB e waveSizeUB, respectivamente.

As variáveis de decisão do problema são representadas por xo ∈ {0, 1}, que indica
se o pedido o ∈ O foi selecionado para compor a wave, e ya ∈ {0, 1}, que indica se o
corredor a ∈ A foi visitado para atender os pedidos da wave.

O primeiro modelo desenvolvido apresenta uma formulação fracionária direta que
maximiza a razão entre o total de itens coletados e o número de corredores visitados:

Maximizar:
∑

o∈O
∑

i∈Io uoixo∑
a∈A ya

(3.1)
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Sujeito a: ∑
a∈A

uaiya −
∑
o∈O

uoixo ≥ 0, ∀i ∈ I (3.2)∑
o∈O

∑
i∈Io

uoixo ≥ waveSizeLB (3.3)∑
o∈O

∑
i∈Io

uoixo ≤ waveSizeUB (3.4)

xo ∈ {0, 1}, ∀o ∈ O (3.5)

ya ∈ {0, 1}, ∀a ∈ A (3.6)

Nesta formulação, a função objetivo (3.1) contabiliza no numerador o número total de
itens nos pedidos selecionados, enquanto o denominador indica o número de corre-
dores visitados. A restrição (3.2) garante que a quantidade disponível nos corredores
visitados seja suficiente para atender os pedidos selecionados. As restrições (3.3) e
(3.4) asseguram que o total de itens coletados esteja dentro dos limites estabelecidos
para o tamanho da wave.

Como a função objetivo do primeiro modelo não é linear devido à sua natureza fracio-
nária, uma alternativa é fixar o número de corredores visitados (denominador) e testar
todas as possibilidades. O segundo modelo utiliza uma abordagem parametrizada,
considerando uma constante k ∈ {1, |A|}:

Maximizar:
∑
o∈O

∑
i∈Io

uoi

k
xo (3.7)

Sujeito a:

Restrições (3.2)− (3.6) (3.8)∑
a∈A

ya = k (3.9)

O segundo modelo deve ser resolvido para todo valor de k, sendo a melhor solução
obtida ótima para o primeiro modelo. Entretanto, para instâncias com muitos corredores,
o número de modelos a serem resolvidos pode ser excessivamente grande.

Para evitar resolver múltiplos modelos, foi desenvolvida uma linearização completa do
primeiro modelo. O terceiro modelo, que constitui a formulação principal utilizada nos
experimentos, introduz variáveis binárias auxiliares wk (k = 1, . . . , |A|) para indicar a
quantidade exata de corredores visitados:

Maximizar: z (3.10)
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Sujeito a:

Restrições (3.2)− (3.6) (3.11)∑
a∈A

ya −
|A|∑
k=1

kwk = 0 (3.12)

|A|∑
k=1

wk = 1 (3.13)

kz ≤
∑
o∈O

∑
i∈Io

uoixo +M(1− wk), ∀k = 1, . . . , |A| (3.14)

wk ∈ {0, 1}, ∀k = 1, . . . , |A| (3.15)

z ∈ R+ (3.16)

A restrição (3.12) garante o valor correto para o número de corredores visitados, (3.13)
assegura que apenas uma quantidade de corredores seja utilizada, e (3.14) calcula
corretamente a função objetivo. O parâmetro M representa o valor big-M, calculado
como M = |A| ×

∑
o∈O

∑
i∈Io uoi, que constitui um limitante superior para garantir que

a linearização funcione corretamente: quando wk = 1, a restrição (3.14) torna-se
ativa (kz ≤

∑
o∈O

∑
i∈Io uoixo), forçando o cálculo correto da razão; quando wk = 0, o

termo M(1− wk) = M torna a restrição redundante, permitindo que outras restrições
determinem o valor de z.

Adicionalmente, foi desenvolvido um quarto modelo utilizando uma formulação alterna-
tiva aproximada que merece atenção especial devido às suas características únicas e
valor didático. Este modelo surge da tentativa de linearizar a função objetivo fracionária
através de uma abordagem diferente, utilizando variáveis auxiliares N (numerador) e D

(denominador) para representar explicitamente os componentes da razão.

A motivação para o desenvolvimento do Modelo 4 reside em três aspectos fundamentais:
(1) Exploração metodológica: constitui uma abordagem alternativa de linearização
que pode inspirar desenvolvimentos futuros; (2) Simplicidade estrutural: apresenta
formulação mais direta e intuitiva comparada ao Modelo 3, facilitando compreensão e
implementação; (3) Valor pedagógico: demonstra os desafios inerentes à linearização
de funções fracionárias e as consequências de aproximações inadequadas.

Embora este modelo apresente limitações teóricas que resultam em soluções apro-
ximadas (não garantindo otimalidade para todas as instâncias), sua análise contribui
significativamente para o entendimento das dificuldades metodológicas do problema
SPO. As limitações decorrem da aproximação linear da função fracionária, que não
captura adequadamente a não-linearidade inerente à razão itens/corredores em todos
os cenários possíveis.
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Maximizar: z (3.17)

Sujeito a: ∑
a∈A

uaiya −
∑
o∈O

uoixo ≥ 0, ∀i ∈ I (3.18)

N =
∑
o∈O

∑
i∈Io

uoixo (3.19)

D =
∑
a∈A

ya (3.20)

z ≤ N − waveSizeUB(D − |A|) (3.21)

waveSizeLB ≤ N ≤ waveSizeUB (3.22)

1 ≤ D ≤ |A| (3.23)

N,D ∈ Z+, z ∈ R+ (3.24)

xo ∈ {0, 1}, ∀o ∈ O, ya ∈ {0, 1}, ∀a ∈ A (3.25)

Este quarto modelo foi implementado utilizando a API Java do solver IBM CPLEX
(IBM Corp., 2011) para fins de investigação metodológica. Entretanto, devido às
suas limitações inerentes e à natureza aproximada de suas soluções, o Modelo 3
(linearizado) constitui a formulação principal utilizada nos experimentos computacionais
por representar fielmente o problema original e garantir a busca por soluções ótimas. O
Modelo 4 não foi empregado na análise comparativa principal devido à sua incapacidade
de assegurar otimalidade das soluções obtidas.

3.3 Meta-heurística Simulated Annealing

O Simulated Annealing (SA) é uma meta-heurística inspirada no processo físico de
recozimento de metais (Kirkpatrick; Gelatt; Vecchi, 1983), que permite escapar de
ótimos locais através da aceitação probabilística de soluções piores. O algoritmo
aceita soluções que melhoram a função objetivo e pode aceitar soluções piores com
probabilidade P (∆E, T ) = e−∆E/T , onde ∆E é a variação da função objetivo e T a
temperatura atual.

O algoritmo inicia com uma temperatura alta, permitindo grande exploração do es-
paço de soluções através da aceitação de soluções piores com alta probabilidade. À
medida que a temperatura diminui gradualmente, o algoritmo torna-se mais seletivo,
convergindo progressivamente para busca local e intensificação da região promissora
encontrada.

A capacidade inerente do SA de escapar de ótimos locais através de aceitação proba-
bilística de soluções piores torna-o particularmente adequado para o problema SPO,
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que apresenta espaço de soluções com múltiplos ótimos locais devido à natureza
combinatória da seleção de pedidos e corredores. Adicionalmente, sua flexibilidade
para lidar com funções objetivo de natureza fracionária (como a razão itens/corredores
do SPO) e capacidade de incorporar facilmente restrições específicas como limites de
tamanho da onda fazem do SA uma escolha natural para abordar as complexidades
específicas do problema estudado.

A implementação desenvolvida utiliza uma solução inicial construída por procedimento
guloso que seleciona pedidos com maior densidade de itens (razão itens/corredor
necessário), garantindo viabilidade inicial que respeita os limites de tamanho da onda.
O esquema de resfriamento emprega redução geométrica da temperatura segundo
Ti+1 = Ti × (1 − α), onde α é a taxa de resfriamento. O resfriamento ocorre após
cada ciclo completo de iterações, assegurando equilíbrio térmico em cada nível de
temperatura. O parâmetro calibrado α = 0, 0017 resulta em fator multiplicativo de 0, 9983,
caracterizando um resfriamento extremamente lento que favorece exploração extensiva.

As estruturas de vizinhança implementadas compreendem seis operações de perturba-
ção organizadas em duas categorias distintas:

Operações Básicas (4 tipos):

• Adicionar pedido (probabilidade: 25%): Seleciona aleatoriamente um pedido
não incluído na solução atual e o adiciona à onda, verificando se os limites de
tamanho são respeitados;

• Remover pedido (probabilidade: 25%): Remove aleatoriamente um pedido da
onda atual, garantindo que o tamanho mínimo seja mantido;

• Adicionar corredor (probabilidade: 25%): Inclui um corredor não visitado na
solução, permitindo expansão da área de coleta;

• Remover corredor (probabilidade: 25%): Remove um corredor visitado, man-
tendo pelo menos um corredor na solução e verificando se todos os itens neces-
sários continuam acessíveis.

Operações de Troca (2 tipos):

• Trocar pedidos (probabilidade: 50%): Simultaneamente remove um pedido da
onda atual e adiciona um pedido não selecionado, mantendo aproximadamente o
mesmo tamanho da onda mas alterando sua composição;

• Trocar corredores (probabilidade: 30%): Remove um corredor visitado e adiciona
um não visitado, explorando diferentes configurações espaciais de coleta.
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A definição destas probabilidades específicas baseia-se na calibração empírica que
demonstrou que operações de troca de pedidos (50%) devem ser mais frequentes
que troca de corredores (30%) devido ao maior impacto direto na função objetivo,
enquanto as operações básicas mantêm distribuição equilibrada (25% cada) para
garantir exploração diversificada do espaço de soluções. O critério de aceitação
baseia-se na função de Boltzmann P (∆E, T ) = e−∆E/T para aceitação probabilística de
soluções piores, onde ∆E representa a variação na função objetivo e T a temperatura
atual, sendo soluções melhores sempre aceitas.

Todas as soluções geradas são verificadas quanto à viabilidade, garantindo que aten-
dem às restrições de tamanho da onda e disponibilidade de itens nos corredores
selecionados. O algoritmo implementa múltiplos critérios de parada incluindo limite
de tempo computacional (600 segundos), número máximo de iterações sem melhoria
consecutivas, e estrutura de loops aninhados onde o loop interno executa até o máximo
de iterações por temperatura, garantindo equilíbrio térmico antes do resfriamento.

O Algoritmo 1 apresenta o pseudocódigo detalhado da implementação do Simulated
Annealing.
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Algoritmo 1: Simulated Annealing para o Problema SPO
Dados :pedidos, corredores, nItems, waveSizeLB, waveSizeUB
Resultado :Melhor solução encontrada

1 begin
2 temperatura← temperaturaInicial;
3 semMelhoriaConsecutiva← 0;
4 tempoInicio← obterTempoAtual();
5 solucaoAtual← gerarSolucaoInicial();
6 melhorSolucao← solucaoAtual;
7 melhorFO ← avaliarSolucao(melhorSolucao);
8 while (obterTempoAtual()− tempoInicio) < limiteTempo and

semMelhoriaConsecutiva < maxSemMelhoria do
9 iterT ← 0;

10 while iterT < maxIteracoes and
(obterTempoAtual()− tempoInicio) < limiteTempo do

11 vizinho← gerarV izinho(solucaoAtual);
12 foV izinho← avaliarSolucao(vizinho);
13 foAtual← avaliarSolucao(solucaoAtual);
14 delta← foV izinho− foAtual;
15 if delta > 0 or edelta/temperatura > random() then
16 solucaoAtual← vizinho;
17 if foV izinho > melhorFO then
18 melhorSolucao← vizinho;
19 melhorFO ← foV izinho;
20 semMelhoriaConsecutiva← 0;

21 semMelhoriaConsecutiva← semMelhoriaConsecutiva+ 1;

22 else
23 semMelhoriaConsecutiva← semMelhoriaConsecutiva+ 1;

24 iterT ← iterT + 1;

25 temperatura← temperatura× (1− taxaResfriamento);

// Resfriamento geométrico

26

27 return melhorSolucao;

A estrutura principal do Simulated Annealing implementa o laço duplo clássico, onde o
laço externo controla a temperatura e o interno explora soluções em cada nível térmico.
O critério de aceitação probabilística permite ao algoritmo escapar de ótimos locais nas
iterações iniciais, convergindo gradualmente para busca local intensiva.
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O Algoritmo 2 detalha especificamente o processo de geração de soluções vizinhas,
componente fundamental da meta-heurística responsável pela exploração do espaço
de soluções.

Algoritmo 2: Geração de Solução Vizinha
Dados :solucaoAtual
Resultado :Nova solução vizinha

1 begin
2 novosPedidos← copiar(solucaoAtual.pedidos);
3 novosCorredores← copiar(solucaoAtual.corredores);
4 operacao← random(0, 3);
5 switch operacao do
6 case 0 do

// Adicionar pedido
7 if novosPedidos.tamanho() < totalPedidos then
8 pedido← selecionarPedidoDisponivel();
9 novosPedidos.adicionar(pedido);

10 case 1 do
// Remover pedido

11 if novosPedidos.tamanho() > 0 then
12 pedido← selecionarAleatorio(novosPedidos);
13 novosPedidos.remover(pedido);

14 case 2 do
// Adicionar corredor

15 if novosCorredores.tamanho() < totalCorredores then
16 corredor ← selecionarCorredorDisponivel();
17 novosCorredores.adicionar(corredor);

18 case 3 do
// Remover corredor (manter pelo menos 1)

19 if novosCorredores.tamanho() > 1 then
20 corredor ← selecionarAleatorio(novosCorredores);
21 novosCorredores.remover(corredor);

// Trocar pedidos (50% probabilidade)
22 if random() < 0.5 and
23 existemPedidosParaTrocar() then
24 pedidoRem← selecionarAleatorio(novosPedidos);
25 pedidoAdd← selecionarPedidoDisponivel();
26 novosPedidos.remover(pedidoRem);
27 novosPedidos.adicionar(pedidoAdd);

// Trocar corredores (30% probabilidade)
28 if random() < 0.3 and
29 existemCorredoresParaTrocar() then
30 corredorRem← selecionarAleatorio(novosCorredores);
31 corredorAdd← selecionarCorredorDisponivel();
32 novosCorredores.remover(corredorRem);
33 novosCorredores.adicionar(corredorAdd);

34 return novaSolucao(novosPedidos, novosCorredores);

O mecanismo de geração de vizinhos é projetado para explorar o espaço de soluções
de forma equilibrada:
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• Operações básicas (casos 0-3): Modificam a composição da solução adicio-
nando ou removendo pedidos e corredores individualmente, permitindo ajustes
locais na estrutura da onda;

• Operações de troca: Substituem elementos existentes por novos, mantendo a
estrutura geral da solução mas alterando sua composição. A troca de pedidos
(50% probabilidade) é mais frequente que a troca de corredores (30%) devido ao
maior impacto na função objetivo;

• Controle de viabilidade: Cada operação verifica as restrições do problema antes
de gerar a nova solução, evitando configurações inválidas que violem os limites
de tamanho da onda ou disponibilidade de itens;

• Diversificação controlada: As probabilidades diferenciadas para cada operação
garantem que o algoritmo explore diferentes regiões do espaço de busca sem
perder foco na otimização da função objetivo.

Esta estratégia de vizinhança permite ao Simulated Annealing escapar de ótimos locais
e explorar eficientemente o espaço de soluções do problema de otimização de picking
em armazéns.

3.4 Implementação Computacional dos Métodos

3.4.1 Implementação do Método Exato com CPLEX

Para o problema SPO, utilizou-se Programação Linear Inteira Mista (PLIM) imple-
mentada no solver comercial IBM CPLEX 22.11 (IBM Corp., 2011). O CPLEX foi
escolhido por sua eficiência reconhecida na resolução de problemas de programação
linear inteira mista, implementando algoritmos avançados como Branch-and-Bound
e Branch-and-Cut que exploram sistematicamente o espaço de soluções viáveis. O
solver é adequado para problemas com variáveis binárias e restrições lineares como o
SPO, garantindo encontrar a solução ótima quando possível dentro do limite de tempo
estabelecido.

O principal desafio na formulação do SPO para o CPLEX é a natureza não linear da
função objetivo (razão entre duas variáveis). Técnicas de linearização foram aplicadas
para transformar o problema em um modelo linear, conforme detalhado na seção de
modelagem matemática, permitindo resolução eficiente pelo solver .

A estrutura de implementação seguiu uma abordagem modular, conforme apresentado
no Algoritmo 3. A modelagem matemática utilizou o Modelo 3 (linearizado) que trans-
forma a função objetivo fracionária em um problema linear através da introdução de
variáveis auxiliares e restrições de linearização. As variáveis de decisão compreen-
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dem variáveis binárias xo para seleção de pedidos e ya para visitação de corredores,
complementadas por variáveis auxiliares necessárias à linearização da função objetivo.

A configuração do solver estabeleceu parâmetros criteriosos incluindo limite de tempo
de 600 segundos, tolerância de gap de 1% e estratégias de corte específicas para
otimizar o desempenho computacional. O CPLEX automaticamente verifica todas as
restrições do problema durante o processo de resolução, garantindo que qualquer
solução encontrada seja válida e factível.

Algoritmo 3: Resolução via CPLEX
Dados :pedidos, corredores, nItems, waveSizeLB, waveSizeUB
Resultado :Solução ótima ou melhor solução encontrada

1 begin
2 modelo← criarModeloCPLEX();

// Definir variáveis de decisão

3 x[i]← variável binária para pedido i;
4 y[j]← variável binária para corredor j;

// Definir função objetivo

5 totalItens←
∑

i

∑
k qik × x[i];

6 totalCorredores←
∑

j y[j];
7 modelo.maximizar(totalItens/totalCorredores);

// Adicionar restrições

// Restrição de capacidade da onda

8 modelo.adicionar(waveSizeLB ≤ totalItens ≤ waveSizeUB);
// Restrição de disponibilidade de itens

9 for cada item k do
10 itensColetados←

∑
i qik × x[i];

11 itensDisponiveis←
∑

j ajk × y[j];
12 modelo.adicionar(itensColetados ≤ itensDisponiveis);

// Configurar solver

13 modelo.setTempoLimite(600) // 10 minutos

14 modelo.setGapTolerance(0.01) // 1%

// Resolver modelo

15 status← modelo.resolver();
16 if status == OTIMO or status == V IAV EL then
17 solucao← extrairSolucao(modelo);
18 return solucao;

19 else
20 return null;
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O CPLEX garante por construção que todas as soluções encontradas atendem às restri-
ções do problema, não sendo necessário nenhum mecanismo adicional de tratamento
de inviabilidade.

3.4.2 Implementação da Meta-heurística Simulated Annealing

A implementação do Simulated Annealing foi desenvolvida especificamente para o
problema SPO, seguindo os princípios da meta-heurística com adaptações às caracte-
rísticas específicas do problema. A implementação inclui geração de solução inicial
através de heurística gulosa, estruturas de vizinhança especializadas para o problema
de seleção de pedidos e corredores, e esquema de resfriamento calibrado através da
ferramenta iRace.

A estratégia fundamental de busca do SA utiliza busca local guiada com aceitação
probabilística de soluções piores, permitindo escapar de ótimos locais. A implemen-
tação verifica rigorosamente a viabilidade de todas as soluções geradas, garantindo
atendimento às restrições de tamanho da onda e disponibilidade de itens.

3.4.3 Comparação entre as Abordagens Implementadas

A principal distinção entre os métodos implementados reside na estratégia fundamental
de busca. O CPLEX explora sistematicamente o espaço de soluções através de técni-
cas de enumeração inteligente baseadas em Branch-and-Bound , garantindo encontrar
a solução ótima global quando o tempo computacional permite. Sua eficiência depende
crucialmente da estrutura matemática do problema e pode enfrentar limitações significa-
tivas em instâncias de grande complexidade combinatória. Por outro lado, o Simulated
Annealing utiliza busca local guiada com aceitação probabilística de soluções piores,
permitindo escapar de ótimos locais e oferecendo flexibilidade temporal superior com
boa escalabilidade. Entretanto, não garante otimalidade global, sendo sua eficácia
dependente da calibração adequada dos parâmetros e da qualidade das estruturas de
vizinhança implementadas.

Esta complementaridade fundamental entre garantia de otimalidade oferecida pelo
CPLEX e robustez temporal proporcionada pelo Simulated Annealing constitui o funda-
mento da análise comparativa proposta neste trabalho. Os experimentos computacio-
nais foram conduzidos seguindo rigorosamente as especificações estabelecidas pelo
Primeiro Desafio Mercado Livre de Otimização.

A experimentação utilizou exclusivamente o conjunto de instâncias de teste fornecidas
pelo Primeiro Desafio Mercado Livre de Otimização, abrangendo diferentes característi-
cas de tamanho e complexidade combinatória. Cada método foi executado respeitando
rigorosamente o limite de tempo de 10 minutos por instância, conforme estabelecido
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nas regras do desafio, com registro sistemático de diversas métricas incluindo valor da
solução obtida, tempo de execução e consumo computacional.

O ambiente computacional seguiu integralmente as especificações técnicas do desafio.
A escolha da linguagem Java e do ambiente de desenvolvimento obedeceu às diretrizes
estabelecidas pelos organizadores, que especificaram a estrutura do projeto e as
bibliotecas permitidas.

O código foi organizado no diretório src/main/java/org/

sbpo2025/challenge com arquitetura modular estruturada em três classes principais:

• Challenge.java: Interface principal para leitura de entrada, resolução do desafio
e escrita da saída;

• ChallengeSolver.java: Responsável pela resolução efetiva do problema;

• ChallengeSolution.java: Representação estruturada da solução.

Os dados coletados durante a experimentação computacional foram submetidos a
tratamento rigoroso incluindo verificação sistemática de consistência das soluções
obtidas através da validação das restrições do problema. A análise comparativa entre
os métodos fundamentou-se em critérios específicos abrangendo qualidade da solução
medida pelo valor da função objetivo (eficiência da coleta), eficiência computacional
expressa pelo tempo necessário para obtenção da solução, estabilidade quantificada
pela variabilidade dos resultados em múltiplas execuções, escalabilidade avaliada pelo
comportamento do método com o aumento do tamanho do problema, e adaptabilidade
caracterizada pela capacidade de lidar com diferentes tipos de instâncias.

3.5 Limitações da Pesquisa

É fundamental reconhecer as limitações metodológicas inerentes a este estudo. A
comparação foi realizada exclusivamente no conjunto de instâncias fornecidas pelo
desafio, o que pode restringir a generalização dos resultados para outras configurações
de problemas de picking. As implementações desenvolvidas, embora tecnicamente
sólidas, podem não representar as versões mais otimizadas possíveis de cada método.

Configuração Temporal: O SA foi configurado para execução de 600 segundos
conforme especificado no desafio, priorizando exploração extensiva do espaço de
soluções.

Estas limitações foram cuidadosamente consideradas durante a análise e interpre-
tação dos resultados, buscando-se extrair conclusões metodologicamente válidas e
tecnicamente relevantes apesar das restrições inerentes ao contexto do estudo.
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4 EXPERIMENTOS COMPUTACIONAIS

Este capítulo apresenta os experimentos computacionais realizados para avaliar compa-
rativamente o desempenho das abordagens propostas para o problema de otimização
de picking em armazéns. A experimentação abrangeu a configuração do ambiente de
testes, caracterização das instâncias utilizadas, calibração dos parâmetros algorítmicos
e análise sistemática dos resultados obtidos.

Para garantir comparabilidade e reprodutibilidade metodológica, os experimentos com-
putacionais foram conduzidos em ambiente rigorosamente controlado. Os testes foram
executados em computador equipado com processador Intel Core i5 de 7ª geração, 20
GB de memória RAM DDR4 e armazenamento em SSD de 120 GB, utilizando sistema
operacional Ubuntu WSL 64 bits. A implementação foi desenvolvida em linguagem
Java 11 com gerenciamento de dependências via Maven, empregando o solver de
otimização IBM CPLEX Optimization Studio 22.11.

A escolha do ambiente Java seguiu rigorosamente as especificações técnicas do Pri-
meiro Desafio Mercado Livre de Otimização, garantindo total compatibilidade com
o formato de entrada e saída dos dados estabelecido pelos organizadores. O có-
digo foi organizado conforme a estrutura arquitetural fornecida pelos organizadores,
apresentada na Figura 3, que ilustra o sistema implementado.

Challenge.java
(Interface Principal)

↓
ChallengeSolver.java

(Algoritmos de Otimização)
↓

ChallengeSolution.java
(Representação da Solução)

Figura 3 – Arquitetura do Sistema de Otimização

As instâncias utilizadas nos experimentos foram fornecidas exclusivamente pelo Pri-
meiro Desafio Mercado Livre de Otimização, representando cenários operacionais reais
dos centros de distribuição do Mercado Livre. O conjunto experimental compreendeu
20 instâncias com características detalhadamente apresentadas na Tabela 1.
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Tabela 1 – Características Detalhadas das Instâncias de Teste

Inst. N° Pedidos N° Itens N° Corred. waveSize waveSize Total Máx Mín Média
disponíveis distintos do armazém LB UB Itens Ped. Ped. Ped.

1 61 155 116 30 68 226 15 2 3.7
2 7 7 33 0 2 11 3 1 1.57
3 82 246 124 33 106 344 13 1 4.2
4 16 59 91 4 40 71 8 2 4.44
5 2625 6407 161 1322 4395 13813 130 2 5.26
6 10341 7089 184 452 3892 14732 50 1 1.42
7 8320 5747 180 1306 3847 10885 26 1 1.31
8 2185 5831 168 1304 2840 13034 66 2 5.97
9 70 222 304 52 153 279 24 2 3.99

10 1602 3689 383 416 1746 4645 18 1 2.9
11 1029 2784 375 330 2045 3632 29 2 3.53
12 133 337 342 35 177 525 26 2 3.95
13 8375 7525 413 1510 4583 9905 23 1 1.18
14 12402 10974 413 1947 7739 14980 19 1 1.21
15 7367 6633 402 384 3679 9008 20 1 1.22
16 1108 1051 88 149 686 1108 1 1 1
17 417 411 83 54 175 417 1 1 1
18 2682 2309 90 537 1205 3105 20 1 1.16
19 2257 2104 134 152 999 2772 21 1 1.23
20 5 5 5 5 12 15 5 1 3

Média 3054 3179 204 501 1919 5175 26 1.4 2.7

Fonte: Dados do Primeiro Desafio Mercado Livre de Otimização.

As instâncias apresentam grande variabilidade estrutural, desde casos simples como a
Instância 20 com apenas 5 pedidos, 5 itens e 5 corredores, até cenários complexos de
grande escala exemplificados pela Instância 6 com 10.341 pedidos, 7.089 itens distintos
e 184 corredores. A caracterização das colunas da Tabela 1 abrange identificação
da instância, quantidade total de pedidos no backlog disponível para seleção, diversi-
dade do catálogo através do número de tipos diferentes de itens, layout do armazém
representado pela quantidade de corredores, limites inferior e superior do tamanho da
onda, soma total de itens considerando todas as quantidades de todos os pedidos,
e indicadores de complexidade incluindo maior, menor e número médio de itens por
pedido.

Foram implementados dois métodos computacionais distintos para resolver o problema
de otimização de picking em armazéns, viabilizando análise comparativa sistemática
entre abordagem exata baseada em programação matemática e abordagem heurística
fundamentada em meta-heurística.

O método exato foi implementado utilizando o solver comercial IBM CPLEX 22.11 atra-
vés de sua API Java, empregando a formulação matemática linearizada desenvolvida
no Capítulo 3. Paralelamente, a meta-heurística Simulated Annealing foi implementada
com calibração rigorosa de parâmetros utilizando a ferramenta iRace, que conduziu pro-
cesso automatizado de otimização paramétrica resultando na configuração específica
para o problema abordado.
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Tabela 2 – Parâmetros calibrados do Simulated Annealing

Parâmetro Valor

Temperatura inicial 564,5138
Taxa de resfriamento 0,9983
Máximo de iterações 5.523
Máximo sem melhoria 46
Limiar de aceitação 0,2584

Os parâmetros calibrados pelo iRace implementam uma estratégia específica de
resfriamento lento, adequada às características do problema de picking em armazéns.
A seguir, detalhamos como cada parâmetro é utilizado na implementação:

Temperatura Inicial (T0 = 564,5138): Define o nível inicial de aceitação de soluções
piores. Este valor relativamente alto permite ampla exploração do espaço de soluções
nas iterações iniciais, sendo fundamental para evitar convergência prematura em
ótimos locais. A temperatura inicial é aplicada diretamente na fórmula de aceitação:
P (aceitar) = e∆/T , onde ∆ é a variação da função objetivo.

Taxa de Resfriamento (0,9983): Implementa um esquema de resfriamento geométrico
através da fórmula: Tnova = Tatual×α, onde α = 1− 0, 0017 = 0, 9983 é a taxa de resfria-
mento efetiva. Este valor está acima da faixa de resfriamento lento tradicionalmente
recomendada (0, 8 < α < 0, 99), caracterizando um resfriamento extremamente
lento. A taxa de 0, 9983 está próxima dos valores práticos usuais mais conservadores
(α ≈ 0, 995), reduzindo a temperatura em apenas 0, 17% a cada iteração e mantendo
capacidade de aceitação muito alta por muitas iterações, favorecendo exploração
extensiva prolongada.

Máximo de Iterações (5.523): Estabelece um limite superior para o número de ite-
rações do algoritmo. Combinado com o resfriamento lento, permite que o algoritmo
execute muitas iterações mantendo capacidade de exploração. O valor foi calibrado
considerando o limite temporal de 600 segundos, garantindo que o algoritmo utilize
efetivamente o tempo disponível.

Máximo sem Melhoria (46): Critério de parada adicional que conta iterações con-
secutivas sem melhoria na melhor solução encontrada. Este parâmetro funciona
como mecanismo de intensificação, permitindo que o algoritmo continue explorando
mesmo sem melhorar a melhor solução global, mas fornece um ponto de parada se a
estagnação for excessiva.

Limiar de Aceitação (0,2584): Parâmetro específico da implementação que com-
plementa o critério probabilístico padrão. É utilizado em verificações adicionais de
aceitação de soluções, refinando o processo de decisão além da fórmula clássica do
Simulated Annealing.



38

Estratégia de Resfriamento Extremamente Lento: A combinação destes parâmetros
implementa uma estratégia de resfriamento extremamente lento, onde a temperatura
se mantém muito alta por um número elevado de iterações. Esta abordagem conser-
vadora é adequada para problemas combinatórios complexos como o picking, onde a
diversificação prolongada e extensiva pode descobrir regiões promissoras do espaço
de soluções, embora à custa de convergência mais lenta.

Controle Temporal: O algoritmo utiliza primariamente o limite de tempo (600 segun-
dos) como critério de parada principal, com os demais parâmetros servindo como
mecanismos de controle da qualidade da busca dentro deste intervalo temporal.

A implementação adota uma abordagem ligeiramente expandida em relação ao Simu-
lated Annealing clássico, que tradicionalmente utiliza quatro parâmetros principais:

• T0 (Temperatura inicial): Correspondência direta com o parâmetro “Temperatura
inicial” (564,5138);

• α (Taxa de resfriamento): Correspondência direta com a taxa efetiva α = 0, 9983,
onde o parâmetro do código é (1 − α) = 0, 0017 (resfriamento extremamente
lento);

• SAmax (Máximo de iterações): Correspondência direta com “Máximo de itera-
ções” (5.523);

• Tc (Temperatura de congelamento): Não implementado explicitamente - substi-
tuído pelo controle temporal de 600 segundos.

Parâmetros Adicionais: Os parâmetros “Máximo sem melhoria” e “Limiar de aceitação”
são extensões da implementação clássica, introduzidos para melhorar o controle da
convergência e a qualidade das soluções em problemas práticos de picking.

Justificativa da Estratégia Adotada: A ausência de temperatura de congelamento
explícita (Tc) e a adoção do controle temporal como critério primário de parada refletem
as necessidades operacionais do problema específico do caso de estudo, onde a
garantia de obter uma solução viável dentro do limite temporal tão importante quanto
atingir uma temperatura específica de convergência.

Justificativa Metodológica para o Número de Execuções: A experimentação consi-
derou cuidadosamente a natureza distinta dos métodos implementados. Para o CPLEX,
sendo um método exato e determinístico, foi executado apenas uma vez por instância,
pois produz consistentemente o mesmo resultado para a mesma configuração de
entrada.

Para o Simulated Annealing, foi adotada a estratégia de três execuções independentes
por instância, baseada em análise metodológica rigorosa. Inicialmente, testes prelimi-
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nares foram conduzidos com 6 execuções para cada uma das primeiras 5 instâncias,
permitindo avaliação da estabilidade estatística dos resultados. A análise destes dados
preliminares revelou que:

• A média dos resultados com três execuções apresentou diferença inferior a 2%
comparada à média de seis execuções;

• O desvio padrão permaneceu estatisticamente equivalente (diferença < 5%) entre
as configurações de três e seis execuções;

• A redução para duas execuções resultou em perda significativa de representativi-
dade estatística, com variação superior a 8% na média;

• O coeficiente de variação manteve-se estável entre três e seis execuções, mas
deteriorou substancialmente com apenas duas execuções.

Com base nesta análise empírica, estabeleceu-se que três execuções proporcionam
equilíbrio adequado entre robustez estatística e viabilidade computacional, permitindo
capturar a variabilidade inerente do método estocástico sem comprometer excessi-
vamente o tempo total de experimentação. Esta configuração é consistente com
práticas estabelecidas na literatura de meta-heurísticas para problemas de otimização
combinatória.

Seguindo rigorosamente as especificações do desafio, foi estabelecido limite temporal
de 10 minutos (600 segundos) por execução individual para cada instância testada.
Para cada execução experimental, foram coletadas métricas específicas incluindo valor
da função objetivo, tempo computacional, viabilidade da solução e gap de otimalidade
quando aplicável.

Uma questão metodológica relevante refere-se à aparente disparidade temporal entre
os métodos: enquanto o CPLEX frequentemente encontra soluções em tempos muito
inferiores ao limite (muitas em poucos segundos), o Simulated Annealing utiliza con-
sistentemente o tempo limite completo. Esta disparidade poderia sugerir comparação
injusta, onde o SA é “forçado” a usar 600 segundos mesmo quando poderia convergir
antecipadamente.

Entretanto, esta configuração experimental é metodologicamente justificada pelas
seguintes razões:

• Natureza dos algoritmos: O CPLEX, como método exato, naturalmente termina
ao encontrar a solução ótima ou esgotar possibilidades de melhoria. O SA, sendo
uma meta-heurística baseada em busca estocástica, beneficia-se de tempo
adicional para exploração contínua do espaço de soluções;
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• Critérios de convergência: O SA implementa múltiplos critérios de parada
(temperatura mínima, iterações sem melhoria, limite temporal), sendo o limite de
600 segundos apenas um dos mecanismos. Na prática, poucos casos terminaram
exclusivamente por tempo limite;

• Otimização temporal vs. qualidade: Permitir que o SA utilize todo o tempo
disponível garante que o método seja avaliado em sua máxima capacidade
potencial, fornecendo comparação justa em termos de qualidade de solução final;

• Padronização experimental: O limite temporal uniforme elimina viés na compa-
ração, assegurando que ambos os métodos operam sob condições experimentais
idênticas.

Testes adicionais confirmaram que a terminação antecipada do SA (por exemplo, aos
300 segundos) resultava em soluções de qualidade substancialmente inferior, validando
a estratégia de utilização completa do tempo disponível para maximizar o desempenho
da meta-heurística.

4.1 Análise dos Resultados

Esta seção apresenta análise sistemática e detalhada dos resultados experimentais
obtidos, incluindo avaliação comparativa entre os métodos implementados e caracteri-
zação do desempenho algorítmico.

A Tabela 3 apresenta os resultados detalhados obtidos pelo Simulated Annealing
baseados em 3 execuções independentes com seeds aleatórias para cada instância
testada, permitindo análise estatística da variabilidade real do algoritmo. As colunas da
Tabela 3 são descritas a seguir:

Tabela 3 – Resultados detalhados do Simulated Annealing

Inst. FO Média Desvio CV (%) Min-Max Sucesso Tempo (s)
0001 2,69 0,06 2,1 2,62-2,72 100% 600
0002 2,00 0,00 0,0 2,00-2,00 100% 600
0003 3,01 0,19 6,5 2,86-3,23 100% 600
0004 2,00 0,28 14,2 1,82-2,33 100% 600
0005 20,42 0,00 0,0 20,42-20,42 100% 600
0006 26,71 0,00 0,0 26,71-26,71 100% 600
0007 17,69 0,00 0,0 17,69-17,69 100% 600
0008 24,02 0,00 0,0 24,02-24,02 100% 600
0009 2,23 0,14 6,3 2,08-2,36 100% 600
0010 3,93 0,00 0,0 3,93-3,93 100% 600
0011 4,96 0,00 0,0 4,96-4,96 100% 600
0012 5,00 0,00 0,0 5,00-5,00 100% 612
0013 8,03 0,00 0,0 8,03-8,03 100% 612
0014 10,76 0,00 0,0 10,76-10,76 100% 611
0015 10,69 0,00 0,0 10,69-10,69 100% 610
0016 4,59 0,29 6,3 4,26-4,77 100% 609
0017 3,79 0,01 0,3 3,78-3,80 100% 606
0018 9,61 0,00 0,0 9,61-9,61 100% 604
0019 11,92 0,00 0,0 11,92-11,92 100% 603
0020 5,00 0,00 0,0 5,00-5,00 100% 602

Média 8,95 0,16 5,9 - 100% 606
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• Inst.: Identificação da instância testada (0001 a 0020);

• FO Média: Valor médio da função objetivo obtido nas 3 execuções independentes
(razão itens coletados/corredores visitados);

• Desvio: Desvio padrão entre as 3 execuções, indicando a variabilidade dos
resultados;

• CV (%): Coeficiente de variação (desvio padrão/média × 100), medindo a variabi-
lidade relativa dos resultados;

• Min-Max: Intervalo entre o menor e maior valor de função objetivo obtidos nas 3
execuções;

• Sucesso: Percentual de execuções que geraram soluções tecnicamente viáveis
(todas foram 100%);

• Tempo (s): Tempo médio de execução em segundos (próximo ao limite de 600s
estabelecido).

Das 20 instâncias testadas, 6 (30%) apresentaram variabilidade entre execuções com
coeficiente de variação médio de 5,9%, enquanto 14 (70%) convergiram consistente-
mente para a mesma solução em todas as execuções. A escolha de 3 execuções por
instância foi estabelecida para reduzir o tempo total de teste mantendo representati-
vidade estatística adequada, conforme análise prévia demonstrou equivalência com
configurações de maior número de execuções. Embora o algoritmo tenha produzido
soluções viáveis em todas as 60 execuções realizadas (3 execuções × 20 instâncias),
a qualidade das soluções obtidas revelou-se significativamente inadequada quando
comparada ao método exato.

A Tabela 4 apresenta a comparação direta entre os dois métodos implementados,
evidenciando as diferenças de desempenho e eficiência temporal. As colunas da
Tabela 4 são descritas a seguir:
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Tabela 4 – Comparação entre CPLEX e Simulated Annealing

CPLEX Simulated Annealing

Instância FO GAP (%) Tempo (s) FO Tempo (s) Diff (%)

0001 15,00 0 0,03 2,69 600,02 -82,07
0002 2,00 0 0,01 2,00 600,02 0
0003 11,67 0 0,08 3,01 600,08 -74,21
0004 3,50 0 0,02 2,00 600,03 -42,86
0005 177,88 0 179,16 20,42 600,07 -88,52
0006 691,00 0 1,06 26,71 600,03 -96,13
0007 392,25 0 2,92 17,69 600,04 -95,49
0008 141,70 0,90 540,02 24,02 600,05 -83,05
0009 4,42 0,28 0,11 2,08 600,04 -52,94
0010 15,43 2,51 540,01 3,93 600,05 -74,53
0011 16,75 0,20 540,01 4,96 600,02 -70,39
0012 11,25 0,28 0,37 5,00 600,02 -55,56
0013 117,38 0 11,35 8,03 600,02 -93,16
0014 181,64 0 23,07 10,76 600,02 -94,08
0015 149,33 0 4,49 10,69 600,04 -92,84
0016 85,00 0 0,21 4,59 600,01 -94,60
0017 36,50 0 0,13 3,80 600,05 -89,59
0018 117,20 0,02 2,72 9,61 600,02 -91,80
0019 202,00 0 0,31 11,92 600,02 -94,10
0020 5,00 0 0,01 5,00 600,02 0

Média 97,38 0,10 44,97 8,95 600,03 -78,97

• Instância: Identificação da instância testada (0001 a 0020);

• CPLEX - FO: Valor da função objetivo obtido pelo método exato;

• CPLEX - GAP (%): Diferença percentual entre a melhor solução encontrada e o
limitante superior (0 indica solução ótima comprovada);

• CPLEX - Tempo (s): Tempo de execução do CPLEX em segundos;

• SA - FO: Valor da função objetivo obtido pelo Simulated Annealing;

• SA - Tempo (s): Tempo de execução do Simulated Annealing em segundos;

• Diff (%): Diferença percentual entre as soluções SA e CPLEX, calculada como
FOSA−FOCPLEX

FOCPLEX
× 100 (valores negativos indicam que SA obteve resultado inferior).

A análise comparativa revela clara superioridade do CPLEX sobre o Simulated Anne-
aling em qualidade das soluções. O CPLEX demonstrou desempenho superior com
função objetivo média de 97,38 contra 8,95 do SA (diferença de 986%). A amplitude
dos resultados evidencia esta disparidade: CPLEX obteve valores entre 2,00 e 691,00
versus SA restrito ao intervalo de 1,50 a 26,71.

Limitação da Comparação Temporal: É importante reconhecer que a compara-
ção temporal direta entre os métodos apresenta limitação metodológica fundamental.
O SA foi configurado para executar sempre por 600 segundos como estratégia de
maximizar sua capacidade de exploração, independentemente de critérios de con-
vergência internos. Esta configuração impede comparação temporal justa, pois o SA
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não teve oportunidade de demonstrar convergência antecipada. A análise temporal
deve, portanto, focar na capacidade do CPLEX de encontrar soluções de alta qualidade
rapidamente, enquanto o SA representa uma abordagem de tempo fixo que prioriza
exploração extensiva sobre eficiência temporal.

Quanto ao desempenho temporal do CPLEX, observou-se que metade das instâncias
foram resolvidas em menos de 1 segundo com tempo mínimo de 0,01s, demons-
trando alta eficiência para instâncias de menor complexidade. Apenas 4 instâncias
demandaram o limite temporal completo, indicando que a maioria dos casos permitiu
convergência rápida para soluções ótimas. O CPLEX apresenta variação temporal
conforme a complexidade específica da instância, característica típica de métodos
exatos que dependem da estrutura combinatória do problema.

Quanto à qualidade das soluções, o CPLEX superou o SA em 18 das 20 instâncias
testadas, com diferenças extremas exemplificadas pela instância 0006 onde obteve
691,00 contra 26,71 do SA, representando diferença de 2.488%. Equivalência entre os
métodos ocorreu apenas em instâncias simples (0002 e 0020). O CPLEX obteve 70%
de soluções ótimas comprovadas (GAP = 0,0%), enquanto o SA apresentou perdas
mais significativas justamente nos casos nos casos em que o CPLEX foi capaz de
resolver de forma ótima..

A análise de escalabilidade do CPLEX revela comportamento não-linear interessante:
resolveu a instância 0006 com 10.341 pedidos em apenas 1,06s, mas demandou 540s
para a instância 0008 com 2.185 pedidos. Isto indica que a complexidade computacional
não correlaciona diretamente com o tamanho da instância, mas sim com características
estruturais específicas como densidade de itens por corredor, distribuição dos limites
de wave, e padrões de sobreposição entre pedidos e corredores. Esta característica é
típica de problemas de otimização combinatória, onde a estrutura da instância pode
ser mais determinante que seu tamanho absoluto.

Ambos os métodos produziram soluções tecnicamente viáveis, porém com diferen-
ças significativas na qualidade obtida. O CPLEX oferece verificação automática de
restrições e encontrou soluções ótimas comprovadas para 70% das instâncias testa-
das. O SA implementa verificações de viabilidade a cada iteração e sempre produz
solução dentro do limite temporal, entretanto apresenta qualidade inferior que limita
sua aplicabilidade prática no problema específico estudado. O CPLEX proporciona
garantia teórica de otimalidade, enquanto o SA oferece apenas viabilidade técnica com
resultados inferiores.

O resumo consolidado da análise comparativa experimental é apresentado na Tabela
5, que sintetiza as métricas principais de desempenho dos métodos implementados.
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Tabela 5 – Resumo Comparativo dos Resultados Experimentais

Métrica CPLEX Simulated Annealing

Total de instâncias testadas 20 20
Soluções viáveis produzidas 20 (100%) 20 (100%)
Soluções ótimas comprovadas 14 (70%) 2 (10%)

Função Objetivo
Média 97,38 8,95
Melhor resultado 691,00 (Inst. 0006) 26,71 (Inst. 0006)
Pior resultado 2,00 (Inst. 0002) 1,50 (Inst. 0004)
Amplitude 689,00 25,21

Desempenho Temporal
Tempo médio 44,97s 600,03s
Tempo mínimo 0,01s 600,01s
Tempo máximo 540,02s 612,0s
Instâncias < 1s 10 (50%) 0 (0%)
Instâncias = limite 4 (20%) 20 (100%)

A análise dos resultados experimentais permitiu identificar padrões específicos rela-
cionados às características estruturais das instâncias. A complexidade combinatória
constitui fator determinante para o desempenho do CPLEX, onde a estrutura específica
de cada instância, não necessariamente o número absoluto de pedidos, influencia sig-
nificativamente o tempo de resolução. Exemplifica-se esta característica pela instância
6 com mais de 10.000 pedidos resolvida rapidamente em 1,06s, contrastando com a
instância 5 com 2.625 pedidos que atingiu o limite de tempo de 540s. A densidade
de itens também impacta o desempenho, sendo que instâncias com maior concen-
tração de itens em poucos corredores, como a instância 16 onde todos os pedidos
contêm apenas 1 item cada, facilitaram a obtenção de soluções de alta qualidade para
ambos os métodos. Os limites de onda exercem influência adicional, onde instâncias
com intervalos mais restritivos entre waveSizeLB e waveSizeUB apresentaram maior
complexidade combinatória, exigindo seleções mais precisas de pedidos.

4.2 Discussão dos Resultados

Os resultados experimentais demonstram inequivocamente as diferenças fundamentais
entre métodos exatos e meta-heurísticas no contexto específico do problema de picking
em armazéns. A análise comparativa sistemática revela que cada método possui
domínios de aplicação específicos onde demonstra maior adequação operacional.

A síntese quantitativa da comparação entre os métodos implementados é apresentada
na Tabela 6, considerando os cinco critérios principais de avaliação estabelecidos neste
trabalho. Os valores apresentados fundamentam-se na análise sistemática das 20
instâncias testadas e nas métricas abrangentes coletadas durante os experimentos.



45

Tabela 6 – Análise comparativa final dos métodos implementados

Critério de Avaliação CPLEX Simulated Annealing Métrica Base

Qualidade da Solução Excelente Inferior Taxa de otimalidade
(14/20 ótimas = 70%) (Diferença média 79%) e diferença média

Eficiência Temporal Variável Consistente Tempo médio
(0,01s - 540s) (600,01s - 612s) de execução

Escalabilidade Limitada Excelente Desempenho em
(3 instâncias no limite) (todas as instâncias) instâncias grandes

Estabilidade Excelente Boa Variabilidade
(Determinístico) (CV = 5,9%) dos resultados

Garantia de Viabilidade Excelente Excelente Taxa de soluções
(100%) (100%) factíveis

Qualidade da Solução:

• CPLEX: Encontrou soluções ótimas (GAP = 0) para 14 das 20 instâncias testadas
(70% de taxa de otimalidade);

• SA: Diferença média de 79% em relação às soluções do CPLEX, calculado como
média das diferenças das 20 instâncias.

Comportamento Temporal:

• CPLEX: Amplitude de 0,01s (instâncias simples) a 540s (limite de tempo atingido),
demonstrando capacidade de convergência rápida quando a estrutura permite;

• SA: Configurado para execução fixa de 600s independentemente de convergência,
priorizando exploração extensiva sobre eficiência temporal.

Escalabilidade:

• CPLEX: Apenas 3 instâncias (0008, 0010, 0011) atingiram o limite de tempo,
independentemente do tamanho (ex: instância 0006 com 10.341 pedidos resolvida
em 1,06s);

• SA: Resolveu todas as instâncias independentemente do tamanho, desde 5
pedidos (instância 20) até 12.402 pedidos (instância 14).

Estabilidade:

• CPLEX: Determinístico por natureza, sempre produz a mesma solução para a
mesma instância;

• SA: Coeficiente de variação médio de 5,9% entre execuções, demonstrando boa
estabilidade para um método estocástico.
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Garantia de Viabilidade:

• Ambos os métodos: 100% das soluções encontradas atendem a todas as
restrições do problema.

A experimentação revelou limitações específicas inerentes aos métodos implementados.
O CPLEX apresenta escalabilidade limitada para algumas instâncias de alta complexi-
dade combinatória, dependência de licença comercial onerosa e menor flexibilidade
para modificações estruturais do problema. O Simulated Annealing demonstrou inade-
quação para o problema SPO, não garantindo otimalidade das soluções e produzindo
resultados de qualidade insatisfatória, não chegando ao menos perto do ótimo global
mesmo após calibração criteriosa de parâmetros, revelando limitações fundamentais
na estratégia de busca implementada.

Com base na análise sistemática dos resultados experimentais, estabelece-se dire-
triz clara favorável ao CPLEX para o problema SPO. Para instâncias pequenas com
até 100 pedidos, o CPLEX é inequivocamente superior, oferecendo soluções ótimas
comprovadas em tempo computacional excelente, exemplificado pelas instâncias 2,
4 e 20 onde encontrou soluções ótimas em menos de 0,1 segundo. Para instâncias
médias com 100-1000 pedidos, o CPLEX permanece claramente preferível devido à
sua qualidade superior, sendo recomendado mesmo quando o tempo de execução
pode ser maior. Para instâncias complexas, o CPLEX mantém superioridade, podendo
resolver rapidamente instâncias muito grandes como exemplificado pela instância 6
com mais de 10.000 pedidos resolvida em apenas 1,06s.
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5 CONSIDERAÇÕES FINAIS

Este trabalho apresentou análise comparativa sistemática entre o CPLEX e o Simulated
Annealing aplicados ao Problema da Seleção de Pedidos Ótima (SPO) do Primeiro
Desafio Mercado Livre de Otimização.

Para aplicação efetiva do problema SPO, recomenda-se prioritariamente o uso do
CPLEX devido à sua qualidade superior comprovada. Quanto às investigações futuras
com meta-heurísticas, é essencial desenvolver implementações que permitam com-
paração temporal justa através de critérios de convergência mais sofisticados, além
de explorar outras abordagens meta-heurísticas que possam ser mais adequadas à
natureza específica do problema SPO.

Em síntese, os resultados demonstram clara superioridade do método exato CPLEX
sobre o Simulated Annealing no problema SPO. O CPLEX oferece soluções de quali-
dade superior, encontrando soluções ótimas para a maioria das instâncias testadas. O
SA, apesar de produzir soluções viáveis, apresenta qualidade inferior que limita sua
aplicabilidade prática.
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