UNIVERSIDADE FEDERAL DO ESPIRITO SANTO
CENTRO DE CIENCIAS EXATAS, NATURAIS E DA SAUDE
DEPARTAMENTO DE COMPUTACAO

ANDREI DA SILVA ESPIRITO SANTO

PERCEPCAO DOS USUARIOS DE REDES SOCIAIS
QUANTO AO FUTURO
ECONOMICO DO PAIS POS-PANDEMIA

ALEGRE - ES
2024



PERCEPCAO DOS USUARIOS DE REDES SOCIAIS
QUANTO AO FUTURO
ECONOMICO DO PAIS POS-PANDEMIA

Trabalho de conclus&o de curso apresentado
ao Departamento de Computacéo do Centro
de Ciéncias Exatas, Naturais e da Saude da
Universidade Federal do Espirito Santo,
como requisito parcial para obtencédo do grau

de Bacharel em Ciéncia da Computacéo.

Orientador: Prof. Dr. Antonio Almeida de

Barros Junior.

ALEGRE - ES
2024



ANDREI DA SILVA ESPIRITO SANTO

PERCEPCAO DOS USUARIOS DE REDES SOCIAIS
QUANTO AO FUTURO
ECONOMICO DO PAIS POS-PANDEMIA

Trabalho de conclusédo de curso apresentado ao Departamento de Computacao do
Centro de Ciéncias Exatas, Naturais e da Saude da Universidade Federal do Espirito
Santo, como requisito parcial para obtencdo do grau de Bacharel em Ciéncia da

Computacao.

Aprovado em 30 de setembro de 2024.

BANCADA EXAMINADORA

Documente assinado digitalmente

b ANTONIO ALMEIDA DE BARROS JUNIOR
g » Data: 08/10/2024 17:48:33-0300
Verifique em https://validar.iti.gov.br

Prof. Dr. Antonio Almeida de Barros Junior

Universidade Federal do Espirito Santo

Decumento assinado digitalmente

b EDMAR HELL KAMPKE
g ol Data: 08/10/2024 21:01:06-0300

Verifique em https://validar.iti.gov.br

Prof. Dr. Edmar Hell Kampke
Universidade Federal do Espirito Santo

Documento assinado digitalmente

b MARCELO OTONE AGUIAR
g ! Data: 09/10/2024 08:38:19-0300

Verifique em https://validar.iti.gov.br

Prof. Dr. Marcelo Otone Aguiar

Universidade Federal do Espirito Santo



RESUMO

As redes sociais tém se mostrado uma fonte relevante de opinides e informacdes,
especialmente no contexto da pandemia, que for¢cou os governos a adotarem medidas
restritivas para conter o virus, resultando em uma crise financeira que afetou a
economia brasileira. Este trabalho busca analisar o sentimento expresso pelos
usuarios do Twitter em relacdo ao futuro econdémico do Brasil no periodo pos-
pandemia. Para isso, foi utilizada a técnica de Analise de Sentimentos, com uma base
de dados rotulada manualmente como positiva ou negativa. O algoritmo de Naive
Bayes foi escolhido para construir o classificador, utilizando essa base rotulada para
o treinamento. O desempenho do algoritmo se mostrou significativo, com uma
acuracia de 88,3% na fase de treinamento e 84,6% nos dados de teste, demonstrando
boa capacidade de generalizacdo. Quando aplicado a base de dados original, a
acuracia foi de 77,2%. Esses resultados indicam que o modelo é capaz de identificar
e classificar as opinides dos usuarios de maneira consistente, oferecendo uma
compreensao das percepcdes da populacdo sobre o futuro econdmico do pais. Esta
abordagem é (til para captar o sentimento coletivo e as expectativas em um cenario

econdbmico desafiador.

Palavras-chaves: Andlise de Sentimentos, Naive Bayes, Twitter.



ABSTRACT

Social media has proven to be a valuable source of opinions and information,
especially in the context of the pandemic, which forced governments to adopt
restrictive measures to contain the virus, resulting in a financial crisis that impacted
Brazil's economy. This study aims to analyze the sentiment expressed by Twitter users
regarding the country's economic future in the post-pandemic period. Sentiment
Analysis was applied using a dataset manually labeled as positive or negative. The
Naive Bayes algorithm was chosen to build the classifier, using this labeled dataset for
training. The algorithm's performance was significant, achieving an accuracy of 88.3%
during training and 84.6% on test data, demonstrating a good generalization capability.
When applied to the original dataset, the accuracy was 77.2%. These results indicate
that the model can consistently identify and classify users' opinions, providing insights
into the population's perceptions of the country's economic future. This approach is
valuable for capturing collective sentiment and expectations in a challenging economic

scenario.

Keywords: Sentiment Analysis, Naive Bayes, Twitter.



LISTA DE QUADROS

Quadro 1 - Palavras-chaves usadas na coleta de tweets. ..........ccccceeevevnnnnen. 12
Quadro 2 - Exemplo de estrutura de tweet em formato JSON. .................... 13
Quadro 3 - Resultado do Pré-Processamento. .........cccoeeeeeeeivviiiiiiieeeeeeeeeeennns 14



LISTA DE FIGURAS

Figura 1 - Modelo de treino do Algoritmo Supervisionado. ..................eeeeeeeeeee 6
Figura 2 - Processo de Filtragem de tweets relevantes.............ccccccvvvvinnnnnne 12

Figura 3 - Processo de desenvolvVimento...........cccooveeeeeieveeiiiiiii e, 18



LISTA DE TABELAS

Tabela 1 - Acuracia calculada para cada um dos classificadores. ................. 9

Tabela 2 - Sentimentos dos usuérios do Twitter em relacdo aos Filmes......10

Tabela 3 - Categorias de €MOGOES. ........covvvviiiiiiiiiiiiiiiiiieieeeeeeeeee e 11
Tabela 4 - Informacdes sobre etapa de coleta de tweets. .........cccceeeeeeveeeenne 13
Tabela 5 - Desempenho em diferentes conjuntos de dados................ccce..... 19

Tabela 6 - Resultados de acuracia obtidos em cada trabalho. ..................... 22



SUMARIO

1 INTRODUGAO ...ttt 1
1.1 OBUIETIVOS ... e 3
I I A @ o1 1=3 1Yo T 1= - 3
1.1.2 Objetivos ESPECIfICOS .....ccceiiieieiiii e 3

2 REVISAO DE LITERATURA ..., 4
2.1 CoNnCeitos tECNOIOGICOS ......ccovviiiiiiiiiee e e e e eeanns 4
2.1 1 TWILEET ettt e e e e e s e e e e e e e 4
2.1.2 Linguagem de ProgramacGao .............cceuuuuriiieeeeeeeeeeriiiiinieeeeeseeeennns 4
2.1.3 PYNON c.coiiiiiiiiiiiieieieeee e 4
2.1.4 Aprendizado de MAQUING .......ccceeeeeriiiiiiiiiiiieee e esiiiiieeee e e e e e 5
2.1.5 Funcionamento do Algoritmo Naive Bayes ........ccccccccvvvvevvieeeennnnn. 6
2.1.6 Aplicacdes do Naive Bayes..........cccvvvveviiiiiiiiiiiiiiiiiiiieeeeeeeeeeeeeeee 7

2.2  Trabalhos Relacionados ...........ccccccviiiiiiiiiiiiiieeeee 8
2.2.1 Carvalno FilN0 (2014) .....ccoeiiiiiiiiiiiiiiiiiiiieieeieeeeeeeeeeeeeeeeeee e 8
2.2.2 TaNNUS (2017) ceeeeiiiieiee e e e e e e e e aaaan 9
2.2.3 ChavesS (2017) ...uueie e 10

3 METODOLOGIA ... e e 12
3.1  Coletas de DAdosS..........c.uuveiiiiiieeiiiiiiiiie e 12
3.2 Pré-Processamento doS DadOs ...........eeeeieeieeriiiiiiiiiiiieeeee e 13
3.3  Ferramentas Utilizadas ...........cccccoovviiiiiiiiiiiiiiiiiiieeeee 15
3.4 Classificag8o dOS DadOS.........uuuuiiiiiieiiiiiiiiiiie e 15
3.4.1 Acuracia e Avaliagcdo do Modelo ............euvviiiiiiiiiiiiiiiiiiiiiiiiiiiiees 16

3.5 Analise de SeNntiMentos ..........cceuvviiiiiiiiiiiiiiiiiiiiiieeeeeeeeeeeee e 17
3.6 Criando Modelo de CIassSifiCaga0...........ccevvvviiiiiiiiiiiiiiiiiiiiiiieeeeeeee 18

4 RESULTADOS. ...ttt eaa s 19



4.1 Discussao d0OS ReSUAAOS ......couveee e, 20

4.2 Comparacao com Outros Trabalhos ............cccovvvviiiiiiiiie e, 21
4.2.1 Carvalho FilNO (2014) ......uoiiieeeeeeeeeeee e 21
4.2.2 ChaVes (2017)..cccc e 21
4.2.3 TaNNUS (2017) e e e 21
4.2.4 Sintese COMPAratiVa.........cooiuuuiiiiiiieeee e 22

5 CONCLUSAO ..ottt 23
6 REFERENCIAS ....oooiiiiiiese e 25
APENDICE A - CODIGO DE PRE-PROCESSAMENTO DOS TWEETS.....27

APENDICE B: CODIGO DE TREINAMENTO E AVALIACAO DO MODELO
DE NAIVE BAYES ...t 28



1 INTRODUCAO

O novo agente do coronavirus (nCoV-2019) foi descoberto em 31 de
dezembro de 2019 ap0s casos registrados na cidade chinesa de Wuhan. Com uma
alta taxa de transmisséo, o virus se espalhou rapidamente pelo mundo. No dia 11 de
marco de 2020 a Organizacdo Mundial da Saude (OMS) declarou a Covid-19 como
pandemia. Com a falta de um medicamento eficaz contra o virus foram adotadas

medidas de seguranca para evitar a propagacao do virus.

De acordo com o Ministério da Saude (2020), a Covid-19 chegou no Brasil no
dia 26 de fevereiro 2020. Dando inicio a uma das maiores crises de saude do pais.
Para controlar o avanco do virus, muitos estados e municipios adotaram restricées
mais rigidas, como isolamento social, redu¢do dos horarios de funcionamento do
comércio e reducao de atendimento ao publico, provocando um impacto econémico
na vida de muitos brasileiros. De acordo com informacdes do UOL (2021), em 2020,

o PIB do Brasil registrou uma retracao de 4,1%, a maior diminuicdo em 24 anos.

Com as restricdes impostas pelos governantes de diversos paises, observou-
se um aumento no uso da internet em todo mundo, principalmente uso das redes
sociais. As redes sociais tém sido o lugar onde as pessoas expressam as suas
opinides, sobre um determinado assunto ou acontecimento, gerando uma quantidade

muito grande de informacoes.

Com o grande volume de dados gerados pelas redes sociais, € possivel extrair
informacdes sobre varios assuntos. Neste trabalho utilizaremos a rede social Twitter,
como fonte para definir uma base de dados para pesquisa. O Twitter € uma rede
social, aonde séo publicados cerca de 656 milhdes de tweets por dia (OSMAN, 2021).
Os tweets sdo textos publicados pelos usuarios no Twitter que possuem até 140

caracteres.

Com uma imensidao de dados trafegados diariamente na Internet, pessoas e
empresas tem cada vez mais utilizando estes dados com o objetivo de tomada de
deciséo. A Internet tornou-se um ambiente com uma grande riqueza de informacéao,
exemplo disso sdo as empresas que utilizam esses dados para identificar a opiniao
publica em relacdo a um produto, a uma marca ou qualquer acdo que envolve a

organizagdo. Algumas utilizam técnicas de Analise de Sentimentos (AS) para saber a



opinido dos usuarios em relacdo aos seus servi¢os ou produtos, com iSso as empresas
conseguem melhorar seus produtos ou servi¢cos, tomando como base as opiniées do
seu publico.

A Analise de Sentimentos € uma técnica robusta na area de processamento
de linguagem natural, que visa extrair e identificar a polaridade das emocfes
expressas em textos. Os algoritmos de aprendizagem de maquina e processamento
de linguagem natural, sdo técnicas capazes de determinar se o conteudo de um texto
€ positivo, negativo ou neutro. Ela € amplamente aplicada em diversas areas, desde
a analise de opinides de consumidores em redes sociais até a avaliacao de discursos
politicos e analises de mercado. Através da analise de padrdes linguisticos e contexto
semantico, a Analise de Sentimentos proporciona uma compreensao mais profunda
das emocoes e opinides expressas em grandes volumes de texto.

Diante desse cenario, torna-se fundamental compreender as percep¢des dos
usuarios de redes sociais, especialmente do Twitter, sobre o futuro econémico do
Brasil no periodo pés-pandemia. A andlise dessas percepcdes é crucial, pois, em
tempos de incerteza econdmica, as opinides e sentimentos expressos nas redes
sociais oferecem um reflexo valioso das expectativas da populacdo em relacdo a

economia.

Neste trabalho, a Analise de Sentimentos foi utilizada para processar e
examinar dados coletados do Twitter, a fim de identificar se as opiniées dos usuarios
sdo predominantemente positivas ou negativas em relacdo ao futuro econémico do
pais. Isso permite uma andlise mais precisa e abrangente das expectativas da
populacédo, fornecendo insights valiosos sobre o sentimento coletivo em um cenario

econdbmico desafiador.

Assim, o objetivo deste trabalho foi verificar a percep¢éo dos usuarios de redes
sociais quanto ao futuro econémico do Brasil no periodo pos-pandemia, utilizando
uma base de dados criada a partir de dados extraidos do Twitter. A Analise de
Sentimentos foi aplicada para realizar essa verificagdo e compreender as perspectivas

expressas nas redes sociais.



1.1 OBJETIVOS
A seguir sdo apresentados o objetivo geral e o0s objetivos especificos

relacionados a este trabalho.

1.1.1 Objetivo Geral

Este trabalho tem o objetivo de verificar a percepcao dos usuarios de redes
sociais, mais precisamente da rede social Twitter, quanto ao futuro econémico do pais
no periodo pds-pandemia, utilizando a técnica de Andlise de Sentimentos com um
algoritmo de aprendizado de maquina para classificar e interpretar as emocdes

expressas nos tweets coletados.

1.1.2 Objetivos Especificos
e Construir uma base de dados com informac¢des coletadas do Twitter.

o Definir palavras-chave relacionadas ao futuro econémico do
Brasil no periodo pés-pandemia. Utilizar a APl (Application
Programming Interface) do Twitter para coletar os tweets,
filtrando-os de acordo com as palavras-chave. A base de dados
resultante incluird informacdes essenciais, como o texto dos
tweets.

e Aplicar técnica de Analise de Sentimentos na base de dados criada.

o Neste passo, sera realizada a Andlise de Sentimentos utilizando
algoritmo de aprendizado de maquina, como o Naive Bayes (NB)
para classificar os tweets coletados em sentimentos positivos,
negativos, permitindo identificar as emocdes expressas pelos
usuarios em relacao ao futuro econémico.

e Analisar os resultados obtidos quanto ao futuro econémico do pais no

periodo p6s pandemia.

o Avaliar as opinides dos usuarios com base na Andlise de
Sentimentos, considerando a acuracia do modelo utilizado, como
Naive Bayes. Identificar a proporcao de tweets classificados como
positivos ou negativos e a precisdo dessa classificagcdo. Essa
analise permitira compreender melhor as expectativas e
preocupacdes da populacdo em relacdo a economia brasileira

apos a pandemia



2 REVISAO DE LITERATURA

A revisdo da literatura € essencial para contextualizar o trabalho e

compreender 0s conceitos que fundamentam a pesquisa realizada.

2.1 Conceitos tecnologicos

Nessa secdo sdo apresentados brevemente os conceitos tecnolégicos que

apoiaram o desenvolvimento deste trabalho.

2.1.1 Twitter

A rede social Twitter foi criada em 2006 e hoje soma mais de 1,3 bilhdo de
contas ativas, através dela, vocé pode compartilhar opinides sobre um determinado
assunto ou até divulgar produto, ou servigo (TWITTER, 2020).

As publicacdes feitas no Twitter, sdo chamadas de tweets, que representam
as mensagens que 0s usuarios postam, podendo ter até 140 caracteres. Um
diferencial do Twitter sdo as hashtags, que consiste em uma palavra-chave
antecipado pelo simbolo #. As hashtags indicam que o tweet faz referéncia a um certo

tépico.

O Twitter disponibiliza, APIs (Application Programming Interfaces) que
permitem o acesso aos tweetes que os usuarios compartilham através de palavras
chaves, o0 que torna possivel o acesso a publicacdes recentes dos ultimos dias ou em
publicacdes em tempo real, qgue temos acesso na hora da publicacdo (TWITTER,
2020).

2.1.2 Linguagem de Programacéao

E uma linguagem formal que especifica um conjunto de instrucbes que
permite que o programador escreva um conjunto de ordem, para criar um programa
(VALINOR, 2023).

2.1.3 Python

Dentre as diversas linguagens de programacéo, o Python emerge como uma
linguagem de destaque, oferecendo uma abordagem Unica e acessivel para

desenvolvedores. Criada por Guido Van Rossum no inicio da década de 90, Python



foi moldada com a misséo de tornar o codigo elegante, legivel e eficiente (Portal

Desenvolvedor, 2023).

O poder do Python reside ndo apenas em sua simplicidade, mas também na
robusta comunidade que a sustenta, colaborando e compartilhando conhecimento
para impulsionar constantemente a evoluc¢do da linguagem. Em projetos de andlise
de sentimentos, como a investigacdo de tweets, Python se destaca como uma
ferramenta capaz de proporcionar ndo apenas eficiéncia no processamento, mas
também uma abordagem amigavel para os desenvolvedores, incentivando a

exploragéo e a inovacéao.

2.1.4 Aprendizado de maquina

Aprendizado de maquina também conhecido como Machine Learning (ML) é
uma area de Inteligéncia Artificial (IA) que estuda o desenvolvimento de sistemas

capazes de aprender com os dados e tomar decisdes sem intervencdo humana.

No mundo da aprendizagem de maquina, ha diversas abordagens que ajudam
a resolver problemas de maneiras diferentes. Uma delas é a Aprendizagem de
Maquina Nao Supervisionada, onde os modelos séo treinados em conjuntos de dados
sem rétulos, explorando padrdes e estruturas sem a orientacéo de saidas conhecidas
(NATALI, 2021). Adicionalmente, a Aprendizagem de Maquina por Reforco é outra
abordagem intrigante, em que os algoritmos aprendem através de interacdes com um
ambiente, recebendo feedbacks em forma de recompensas ou penalidades

(ENGINEERING, 2022).

Por fim, a Aprendizagem Semi-Supervisionada combina elementos das
abordagens supervisionada e nao supervisionada, usando conjuntos de dados
parcialmente rotulados para treinamento. A Aprendizagem Profunda (Deep Learning)
€ uma subcategoria que se destaca por sua capacidade de processar dados
complexos, utilizando redes neurais profundas para realizar tarefas complexas, como
reconhecimento de imagem e processamento de linguagem natural (ENGINEERING,
2022).

E importante ressaltar que, para o desenvolvimento deste trabalho, utilizou-se
a Aprendizagem de Maquina Supervisionada. Os algoritmos de aprendizado
supervisionado precisam de uma base de dados rotulada para relacionar a entrada

com a saida. Isso significa que o algoritmo recebe exemplos de dados corretos e



incorretos durante o treinamento, para que ele aprenda a prever a saida correta com
base nas entradas fornecidas. A Figura 1 ilustra o processo dos algoritmos

supervisionados.

Treinamento

Algoritmo de
treinamento

Novo exemplo — =_—
"""""""""""""""""""""""""""""""""""""""""""""""" Inferéncia
Figura 1 - Modelo de treino do Algoritmo Supervisionado.
Fonte: Araujo (2020).
A escolha dessa técnica foi motivada por diversas razfes estratégicas e

técnicas, alinhadas aos objetivos de classificacdo de sentimentos dos usuarios em

redes sociais.
2.1.5 Funcionamento do Algoritmo Naive Bayes

O Naive Bayes € um dos algoritmos mais amplamente utilizados em
aprendizagem supervisionada, especialmente em tarefas de classificacdo de textos.
Ele se baseia no Teorema de Bayes, que calcula a probabilidade de uma determinada
classe (como positivo ou negativo) dada uma série de caracteristicas ou atributos
(neste caso, as palavras dos tweets).

O Teorema de Bayes é representado pela seguinte expressao:

P(AIB) =(P(BIA)-P(A)) / P(B)

Sendo que:



« P(A/B) é a probabilidade da classe A (por exemplo, "positivo") dado o conjunto
de caracteristicas B (por exemplo, as palavras do tweet), chamada de

probabilidade posterior.

« P(B/A) é a probabilidade de encontrar as caracteristicas B dada a classe A,

chamada de probabilidade de verossimilhanca.

e P(A) é aprobabilidade a priori da classe A, ou seja, a probabilidade de um tweet

ser positivo independentemente das palavras.

« P(B) é a probabilidade a priori das caracteristicas B, ou seja, a probabilidade

de observar o conjunto de palavras independentemente da classe.

Na aplicacdo do Naive Bayes, o algoritmo usa essa formula para calcular a
probabilidade condicional de um tweet pertencer a uma determinada classe com base

nas palavras que ele contém.

2.1.6 Aplicacdes do Naive Bayes

O Naive Bayes tem uma ampla gama de aplicacdes, especialmente em
problemas de classificagdo de texto e processamento de linguagem natural (PLN). Um
dos exemplos mais classicos para ilustrar a importancia do Naive Bayes é o
classificador de spam. Nesse contexto, o algoritmo analisa e-mails e tenta determinar
se eles sdo spam ou ndo, com base nas informacdes e na estrutura do e-mail. Isso é
feito através da andlise de padrdes de palavras que frequentemente aparecem em e-
mails de spam, como termos promocionais ou links suspeitos (Sacramento, 2021).

Além disso, o Naive Bayes é amplamente utilizado em classificadores de
sentimento, como o aplicado neste trabalho. Nesses casos, o0 algoritmo analisa textos
e tenta identificar a emocao expressa, classificando-os como neutro, positivo ou
negativo. Essa abordagem é particularmente Gtil em analise de redes sociais, onde ha
uma grande quantidade de opinides e sentimentos a serem analisados e

categorizados (Sacramento, 2021).

Contudo, as aplicacbes do Naive Bayes ndo se limitam a classificacdo de
texto. Ele também é utilizado em aplicagbes de Data Science voltadas para a saude,
como sistemas que determinam se um paciente tem uma doenga ou ndo, com base
em caracteristicas como sintomas e histérico médico. Nesse caso, o Naive Bayes é

capaz de calcular a probabilidade de uma doenca com base nas caracteristicas



observadas no paciente, oferecendo suporte a tomada de decisGes clinicas
(Sacramento, 2021).

2.2 Trabalhos Relacionados

Trabalhos anteriores que também aplicaram Aprendizagem Supervisionada
para andlise de sentimentos, como os de Carvalho Filho (2014) e Tannus (2017),
comprovaram gue essa técnica é altamente eficaz para classificar sentimentos em
redes sociais. Esses estudos demonstraram que, ao utilizar dados rotulados para o
treinamento, algoritmos de aprendizado supervisionado, como o Naive Bayes,
conseguiram atingir altos niveis de acuracia, o que incentivou o uso dessa abordagem

no presente trabalho.

Para nortear o presente estudo, foram realizados alguns estudos envolvendo
0 tema proposto. Dentre os diversos trabalhos relacionados a Andlise de Sentimentos
disponiveis na literatura, trés foram escolhidos por terem similaridades com o que foi

desenvolvido nesta pesquisa.
2.2.1 Carvalho Filho (2014)

O trabalho de Carvalho Filho (2014), intitulado de “Mineracdao de textos:
Andlise de Sentimento utilizando tweets referentes a copa do mundo 2014” identificou
o sentimento da populacéo sobre a Copa do Mundo, através de postagem no Twitter.
Para coletar os dados sobre as postagens relacionadas ao tema Copa do Mundo, o
autor criou um script na linguagem Python utilizando hashtags relacionadas a Copa
do Mundo. Na etapa de pré-processamento 0 autor removeu 0S caracteres especiais

e stopwords, por meio da NLTK (Natural Language ToolKit).

Na técnica de Andlise de Sentimento, o autor utilizou o algoritmo de Naive
Bayes. Separou-se uma pequena parte dos dados originais e classificou
manualmente. ApOs esta etapa, os dados foram separados em dois subconjuntos
chamados de treino e teste. A partir do conjunto de treino, criou-se um modelo de
classificagao para ser aplicado na base de dados total. Com isso, o autor analisou a
precisédo dos resultados obtidos nas categorias definidas como negativo, positivo e

neutro. O modelo gerado pelo autor, classificou 85,57% das instancias corretamente.

O trabalho de Carvalho Filho (2014) concluiu que o uso da Analise de

Sentimento por meio do algoritmo Naive Bayes foi eficaz na identificagdo do



sentimento da populacdo em relacdo a Copa do Mundo de 2014, a partir de postagens
no Twitter. Com uma acuracia de 85,57%, o modelo desenvolvido demonstrou
capacidade de classificar corretamente a maioria das instancias como positivas,
negativas ou neutras. A metodologia empregada, que incluiu o pré-processamento
dos dados e a divisdo em conjuntos de treino e teste, evidenciou que o uso de técnicas
de aprendizado de maquina pode ser uma ferramenta poderosa para analisar grandes
volumes de dados textuais de redes sociais. Além disso, a pesquisa destacou a
importancia de um pré-processamento rigoroso, como a remocao de stopwords e
caracteres especiais, para melhorar a precisdo do modelo. Em suma, o estudo validou
a viabilidade de algoritmos supervisionados como o Naive Bayes para a classificacédo

de sentimentos em eventos de grande repercussao publica, como a Copa do Mundo.
2.2.2 Tannus (2017)

O trabalho desenvolvido por Tannus (2017) verificou a existéncia de
correlacéo entre os vencedores do Oscar de 2017 e 0s sentimentos expressos pelas
pessoas que utilizam Twitter, em relacdo aos filmes indicados. Foram coletados
tweets da ferramenta GetOldTweets, que contém diversos recursos ndo oferecidos
pela API do Twitter.

Apbs a etapa de coleta dos dados, o0 autor selecionou uma amostra aleatoria
da base de dados original e a separou para criar uma base rotulada, sendo utilizada
no modelo de aprendizagem supervisionado. Para cada tweet foi atribuido um rétulo
de sentimento, positivo, negativo ou neutro. Foram testados trés classificadores
diferentes, TextBlob, Naive Bayes e Sentiment140. Cada um foi avaliado para saber
qual seria usado como classificador no trabalho. A Tabela 1 apresenta a acuracia dos
classificadores utilizados. Para tanto, o autor optou pelo classificador Naive Bayes,

por ser o que apresentou um melhor desempenho.

Tabela 1 - Acuracia calculada para cada um dos classificadores.

Classificador Naive Bayes TextBlob Sentiment140
Acuracia 74,1% 63,9% 26,2%
Fonte: Produzida pelo autor com base nos dados de TANNUS (2017).
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Os resultados da aplicacdo do algoritmo Naive Bayes em toda a base de
dados podem ser observados na Tabela 2. Observa-se que o filme "La La Land" teve
o melhor desempenho em relagdo aos sentimentos expressos no Twitter. O filme

também foi 0 mais premiado no Oscar de 2017, levando 6 estatuetas (G1, 2017).

Tabela 2 - Sentimentos dos usuarios do Twitter em relacdo aos Filmes.

Sentimentos

Filme _ i
Positivos Negativos Neutros
Arrival 68.485 51% 27.002 20% 39.727 29%
Fences 20.199 48% 8.687 21% 12.796 31%
HacksawRidge 31.998 66% 6.380 13% 10.362 21%
Hellor High Water 7.077 53% 2.064 15% 4.179 31%
Hidden Figures 77.314 56% 16.212 12% 43.625 32%
LaLaLand 104.507 43% 57.237 23% 82.469 34%
Lion 75.906 50% 36.978 25% 37.757 25%
Manchester bytheSea 14.879 52% 5.410 19% 8.312 29%
Moonlight 49.668 55% 17.130 19% 23.480 26%
Total 450.033 50,6% 177.100 19,9% 262.707 29,5%

Fonte: TANNUS (2017).

2.2.3 Chaves (2017)

A pesquisa realizada por Chaves (2017), intitulada “Analise de Sentimentos
em redes sociais: uma abordagem baseada em emocgdes’, propds analisar o
sentimento expresso nas postagens em grupos de redes sociais. O autor construiu
um software para auxiliar as pesquisas por conteiddo em postagens do Facebook.
Ainda foi incluida a funcionalidade de analisar o sentimento contidos nas postagens.

Para realizar a analise de sentimento no software, o autor utilizou WordNet-
Affect, que é uma extensdo do léxico, definido como o conjunto de palavras
pertencentes a uma determinada lingua, incluindo suas definicbes e significados,
conforme explicado por Souza (2021). O WordNet-Affect serve como uma base de
palavras para identificar emocdes em trés paginas do Facebook, contando com cerca
de 5 mil termos divididos em seis grupos e categorias de emocdes, conforme

apresentado na Tabela 3.



Tabela 3 - Categorias de emocdes.

Categoria Palavras
Alegria animacao, animo, comédia
Desgosto maldoso, chatear, abominavel
Medo desespero, escuridao, friamente
Raiva assassinar, bravejar, detestar
Surpresa chocante,espanto,impressionado
Tristeza cabisbaixo, chorao, culpa

Fonte: Chaves (2017).

11
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3 METODOLOGIA

Para o desenvolvimento deste trabalho, modelos foram treinados com
conjuntos de dados rotulados, capacitando-os para prever saidas de novos dados.
Essa abordagem foi escolhida de forma criteriosa e implementada para a Analise de
Sentimentos em tweets, mostrando eficacia em contextos especificos de classificacdo

e interpretacédo de dados.

3.1 Coletas de Dados

Para a coleta de dados deste trabalho, o Twitter foi selecionado como fonte
primaria, e um script em Python foi empregado nessa etapa. O script foi desenvolvido
para interagir com a API do Twitter, permitindo a busca especifica de tweets por meio
da utilizacdo de palavras-chave. As palavras-chave utilizadas durante a coleta estdo

listadas no Quadro 1.

Quadro 1 - Palavras-chaves usadas na coleta de tweets.

futuro econdémico, recuperacdo econdmica, crise econdmica, pandemia e

economia, impacto econdmico da pandemia, recessdo econdmica,

desemprego, inflacdo, PIB

Fonte: O autor.

Adicionalmente, foram aplicados critérios de filtragem, como geolocalizacao,
idioma e outros, para refinar a busca dos tweets relevantes para a Andlise de

Sentimentos sobre o futuro econdémico pés-pandemia como mostrado na Figura 2.

OR ".join(keywords) + " OR " + " OR ".join(hashtags)

oy . Cursor({japi.search_tweets, gq=query, lang="pt ':}|

Figura 2 - Processo de Filtragem de tweets relevantes

Fonte: O autor.
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Devido a limitacdo de coleta imposta pela APl do Twitter, o volume maximo
de dados coletados foi de 500.000 tweets ao longo de 30 dias. Para armazenar essa
quantidade de informagdes, foi utilizado o MongoDB, um banco de dados NoSQL,
conhecido por sua flexibilidade e capacidade de lidar com grandes volumes de dados.
Os tweets foram armazenados no formato JSON (JavaScript Object Notation),
conforme fornecido pela APl do Twitter, contendo atributos como o texto associado a
cada tweet. Conforme apresentado na Tabela 4, os dados foram coletados entre 1 de
maio e 30 de maio de 2021, totalizando 500.000 tweets.

Tabela 4 - Informagfes sobre etapa de coleta de tweets.

Descricao Detalhes
Tweets coletados 500.000
NUmero de dias 30

Periodo de Coleta 1 de maio a 30 de maio de 2021
Fonte: O autor.

No Quadro 2, apresentamos um exemplo de como os tweets sdo estruturados
em formato JSON, com informacgBes sobre o conteudo textual, dados do usuario e

outras metainformacdes fornecidas pela API.

Quadro 2 - Exemplo de estrutura de tweet em formato JSON.

Atributo Valor
id 987654321012345679
text Ndo aguento mais essa

pandemia e a economia so afunda

= ... governo n faz nd, so piora.

user.screen_name anasouza 90

lang pt

Fonte: O autor.

3.2 Pré-Processamento dos Dados

O pré-processamento dos dados desempenha um papel crucial na Analise de
Sentimentos de contetdos que vém de plataformas sociais, como o Twitter. Durante
esta etapa, sdo realizadas diversas acbes para preparar os dados e torna-los

adequados a analise. Conforme apresentado no Quadro 3, realizamos a remocao de
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usuarios e links contidos nos tweets. Esse processo contribui para simplificar o texto,

eliminando elementos que ndo sao relevantes para a analise de sentimentos.

Quadro 3 - Resultado do Pré-Processamento.

Antes Depois

@randolfeap Poderia falar sobre como

esta a economia Europa p6s COVID em : ,
Poderia falar sobre como esta a

comparacao ao Brasil, aqui esta : .
parag g economia Europa pos COVID em

horrivel!ll . ) . ,
comparacado ao Brasil, aqui esta

https://t.co/v8pAxfbfgh horrivel!!!

Fonte: O autor.

Além dessas ac¢les, outros procedimentos comuns de pré-processamento
incluem a eliminacdo de pontuacdes, caracteres especiais e emojis que nhao

contribuem diretamente para a analise de sentimentos.

O Quadro 3 ilustra o processo de pré-processamento aplicado aos dados
extraidos do Twitter. No exemplo apresentado, podemos observar a transformacéo de
um tweet original, que continha meng¢fes a outros usuarios e links, em uma versao
mais simplificada e adequada para a Andlise de Sentimentos. Antes do pré-
processamento, o tweet incluia a menc¢éo ao usuario "@randolfeap"” e um link externo,
ambos irrelevantes para a classificacdo do sentimento. Apds o pré-processamento,
esses itens foram removidos, deixando apenas o conteudo textual relevante para a

andalise.

Esse processo é essencial para garantir que o algoritmo de Analise de
Sentimentos foque no conteddo emocional da mensagem, sem ser influenciado por
informagdes desnecessarias, como nomes de usuarios e URLs, que n&o contribuem
diretamente para a identificagcdo do sentimento. Ao eliminar essas distragcbes, 0

modelo pode classificar com maior precisdo as emogdes expressas nas postagens.



15

3.3 Ferramentas Utilizadas

e Python: A linguagem de programacédo Python foi escolhida por sua
simplicidade e pela vasta quantidade de bibliotecas disponiveis para
analise de dados e aprendizado de méquina. Foi utilizada na criacéo
dos scripts que realizaram a coleta, pré-processamento e analise dos
dados.

e Twitter API: Para coletar os dados, utilizamos a API do Twitter, que
permite o acesso programatico aos tweets publicados na rede social.
Por meio de palavras-chave especificas, foram coletados 500.000
tweets ao longo de 30 dias.

e MongoDB: Os dados coletados foram armazenados em um banco de
dados MongoDB, um sistema NoSQL que facilita 0 armazenamento de
grandes volumes de dados néo estruturados, como os tweets.

e Naive Bayes: Para a andlise de sentimentos, utilizamos o algoritmo de
aprendizado supervisionado Naive Bayes, que foi treinado com uma
base de dados rotulada manualmente e posteriormente aplicado aos

tweets coletados.
3.4 Classificacdo dos Dados

Neste trabalho, o algoritmo Naive Bayes foi escolhido para o desenvolvimento
da Analise de Sentimentos, pois apresentou os melhores resultados no estudo
realizado por Carvalho Filho (2014).

A criacdo de uma base rotulada exige tempo e cuidado. Para este estudo,
uma parte dos tweets coletados foi selecionada para serem rotulados manualmente.
A classificacao de cada tweet foi feita de forma manual, categorizando o0s textos como
positivos ou negativos. Esses dados rotulados foram utilizados para treinar e validar o

modelo Naive Bayes, utilizado na técnica de Analise de Sentimentos.

Ao utilizar essa base rotulada para treinar e testar o modelo Naive Bayes, foi
possivel validar e ajustar o algoritmo, garantindo sua capacidade de generalizar a
Andlise de Sentimentos para tweets nao rotulados. Esse processo permitiu a

identificacdo e classificacdo dos sentimentos expressos pelos usuarios do Twitter,
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aplicando as regras aprendidas durante o treinamento para classificar os tweets

restantes.

Além disso, uma validagdo adicional foi realizada utilizando uma amostra de
tweets extraida da base original ja filtrada. O objetivo foi comparar os rétulos manuais
com as previsdes geradas pelo modelo, proporcionando uma analise pratica de seu

desempenho em um cenario real, complementando os dados ja obtidos anteriormente.
3.4.1 Acuracia e Avaliacdo do Modelo

A acuréacia € uma das métricas mais utilizadas para avaliar o desempenho de
modelos de classificacdo, como o Naive Bayes utilizado neste trabalho. Ela indica a
proporcao de total de acertos feitos pelo modelo em relagcdo ao numero total de total
de itens. Em outras palavras, a acuracia mede o quao bem o modelo consegue
classificar corretamente os tweets como positivos ou negativos. A formula utilizada

para calcular a acuracia é a seguinte:

Acuracia = Total de acertos / Total de itens
Onde:

o Total de acertos: Refere-se ao nimero de vezes que o modelo classificou
corretamente um tweet (por exemplo, classificando corretamente um tweet

positivo como positivo).

o Total de itens: Refere-se ao total de exemplos (tweets) que o modelo

classificou, incluindo as previsdes corretas e incorretas.

Durante o desenvolvimento deste modelo, a acuracia foi a Unica métrica de
avaliacao utilizada. Essencialmente, ela fornece uma visédo geral da porcentagem de
previsdes corretas feitas pelo modelo em comparacdo com o nimero total de amostras

avaliadas.

A andlise da acuracia do modelo de classificacdo Naive Bayes nos permite
avaliar qudo bem o algoritmo estd desempenhando a tarefa de classificar os
sentimentos expressos nos tweets. Entender a precisdo das previsdes € crucial para
determinar a confiabilidade do modelo na identificacdo correta das opinibes

expressas.
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3.5 Analise de Sentimentos

A andlise de sentimento é uma area que nos permite transforma informacdes
ndo-estruturadas, em dados estruturados com opinides publicas sobre um
determinado assunto (CONTROLF5, 2018). Para tanto, com o grande nuamero de
dados na internet, que se encontram desestruturados e desorganizados, a maior parte
deles em formato de texto, a Analise de Sentimentos nos permite melhor compreender

as informagdes n&o-estruturadas.

Ao processar e analisar grandes conjuntos de texto, essa abordagem
identifica e categoriza as opinides expressas, seja em redes sociais, féruns,
comentarios de produtos ou artigos. Dessa forma, possibilita a extracdo de insights
valiosos, revelando padrdes, tendéncias e 0 sentimento predominante em relagéo a

um determinado tépico ou produto.

Essa técnica se torna essencial para empresas, pesquisadores e até mesmo
governos, pois oferece uma maneira de compreender 0 contexto e a percepgao
publica em meio a vastiddo de informacdes disponiveis na internet, fornecendo uma

base solida para tomadas de decisdo mais informadas e estratégicas.
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3.6 Criando Modelo de Classificacéo

Com as etapas descritas nas secdes 3.1, 3.2 e 3.4 concluidas, foi possivel
iniciar o desenvolvimento do modelo de classificagdo que utiliza o algoritmo Naive
Bayes. Este modelo foi treinado para analisar e classificar as opinides expressas nos
tweets em categorias de sentimento, tais como positivo e negativo

A base rotulada foi particionada em dois conjuntos distintos: treino e teste. O
conjunto de treino foi empregado na construcdo do modelo de classificagdo dos
tweets, permitindo que o algoritmo aprendesse a discernir e classificar os sentimentos
expressos nos mesmos. Posteriormente, o0 modelo de classificacdo gerado foi
validado usando o conjunto de teste. Esta etapa consistiu na aplicacdo do modelo de
classificacdo ao conjunto de teste, para avaliar sua eficdcia na classificacdo dos

sentimentos dos tweets como mostrado na Figura 3.

Adicionalmente, o modelo passou por uma validacdo pratica em um cenario
controlado. Durante essa etapa, uma amostra previamente rotulada foi utilizada para
verificar a consisténcia das previsdes geradas pelo algoritmo em comparagcdo aos
rétulos manuais. Essa abordagem complementa a avaliacdo do desempenho do

modelo e também esta representada no processo ilustrado pela Figura 3.

Coletas de Dados

A4

Pré-Processamento

Resultado

v

A
Treinamento

Algoritmo de Naive
Bayes(Modelo
Treinado)

Aplicacdo nos Dados
Originais

.

| Aplicacdo em Dados

de Teste =
| Aplicacao em Dados |
de Amostra

Figura 3 - Processo de desenvolvimento.

Fonte: O autor.



19

4 RESULTADOS

A avaliacdo do modelo de classificacao utilizando Naive Bayes revelou métricas
importantes ao longo de diferentes conjuntos de dados, conforme demonstrado na
Tabela 5. Durante o treinamento, 0 modelo atingiu uma acuracia de 88,3% nos 40.000
tweets do conjunto de treino, indicando uma alta capacidade de generalizacdo. Esse
valor representa a porcentagem de tweets corretamente classificados como positivos
ou negativos, com base nos dados rotulados manualmente. Nos 10.000 tweets do
conjunto de teste, a acuracia foi ligeiramente reduzida, alcancando 84,6%, o que
sugere que o modelo pode lidar adequadamente com novos conjuntos de dados. Na
base de dados original, composta por 449.900 tweets, a acuracia caiu para 77,2%,

refletindo os desafios de classificar novos dados em um cenario de aplicagéo real.

Tabela 5 - Desempenho em diferentes conjuntos de dados.

Métricas Dados de Dados de Base de dados Amostra
treino teste Original (100)
(40.000) (10.000) (449.900)

Acuracia 88,3% 84,6% 77,2% 79%
(Categoria 78% 72% 66,7% 82%
Positiva)

(Categoria 84% 78% 71,4% 76%
Negativa)

Fonte: O autor.

Ao analisar cada categoria separadamente, observou-se uma variagdo. Na
categoria positiva, 0 modelo apresentou 78% de acuracia durante o treinamento,
diminuindo para 72% nos dados de teste e 66,7% na base de dados original. Na
categoria negativa, o desempenho foi mais elevado, com o modelo alcangando 84%
de acuracia no treinamento, reduzindo para 78% nos dados de teste e 71,4% na base
de dados original, conforme detalhado na Tabela 5. Esses numeros sugerem uma
tendéncia de queda ao lidar com novos dados, especialmente em categorias onde 0

sentimento pode ser mais ambiguo ou dificil de definir com preciséo.

Por outro lado, para a categoria negativa, 0 modelo obteve 84% de acuracia

durante o treinamento, reduzindo para 78% nos dados de teste e 71,4% na base de
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dados original, conforme evidenciado na Tabela 6. Esses valores indicam uma certa
consisténcia, mas também sugerem uma reducdo ao lidar com novos conjuntos de

dados.

Como resultado da validacdo pratica com a amostra de 100 tweets, 0 modelo
demonstrou um desempenho eficiente. Dos 50 tweets positivos, 41 foram
corretamente classificados, correspondendo a uma taxa de acerto de 82%. J& na
categoria negativa, dos 50 tweets, 38 foram classificados corretamente, resultando
em uma precisdo de 76%. No geral, 0 modelo alcancou 79% de acuracia na amostra,

reforcando sua eficacia em um cenario de aplicacao pratica.

Essas métricas destacam a importancia de avaliar o desempenho do modelo em
diferentes conjuntos de dados e sua capacidade de generalizacdo. No entanto,
mesmo com uma boa acuracia geral, a analise mostra a necessidade continua de
ajustes e refinamentos para aprimorar o modelo, especialmente ao lidar com dados

inéditos, garantindo uma melhor performance em diferentes contextos.

41 Discussao dos Resultados

Os resultados obtidos neste estudo reforcam a eficacia do Naive Bayes na
classificacdo de sentimentos em grandes volumes de dados, como os tweets. No
entanto, eles também indicam que h& espaco para melhorias. A adicdo de mais dados
de treinamento, o uso de técnicas avancadas de Machine Learning, como Deep
Learning, e a inclusdo de mais categorias de sentimento, como as usadas por Chaves
(2017), poderiam proporcionar uma analise mais detalhada e refinada das emocdes

expressas nas redes sociais.

Além disso, o trabalho de Tannus (2017), que utilizou classificadores
alternativos como TextBlob e Sentiment140, mostra que explorar outras técnicas de
classificagdo, ou mesmo algoritmos mais sofisticados, como redes neurais, pode
proporcionar uma Analise de Sentimentos ainda mais precisa. No entanto, o Naive
Bayes se demonstrou uma abordagem robusta e eficiente, particularmente por sua

simplicidade e velocidade de treinamento em grandes bases de dados.
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4.2 Comparacao com Outros Trabalhos

Para contextualizar os resultados obtidos neste trabalho, é importante realizar
uma comparagdo com estudos anteriores que também utilizaram o Naive Bayes (NB)

ou técnicas similares para Andlise de Sentimentos ou classificacdo de texto.

4.2.1 Carvalho Filho (2014)

O estudo de Carvalho Filho (2014) aplicou o Naive Bayes para analisar
sentimentos em tweets relacionados a Copa do Mundo de 2014. O modelo conseguiu
uma acuracia de 85,57%, enquanto o presente estudo, ao aplicar o modelo a sua base
de dados original de 449.900 tweets, obteve 77,2% de acuracia. Esse resultado pode
ser explicado pela diferenca de escopo entre os temas analisados. Enquanto o
trabalho de Carvalho focava em um evento especifico (Copa do Mundo), o presente
estudo aborda sentimentos sobre um tema mais complexo e amplo, como o futuro

econdmico do Brasil no periodo pés-pandemia.

4.2.2 Chaves (2017)

O estudo de Chaves (2017) focou na Analise de Sentimentos em postagens
do Facebook, categorizando emocdes em grupos como alegria, desgosto, medo,
raiva, surpresa e tristeza. Ao contrario do presente estudo, Chaves néo relatou
métricas de acuracia quantitativa para essas categorias. Em vez disso, utilizou o I1éxico
WordNet-Affect para identificar emocdes nas postagens. Comparado ao presente
estudo, que utilizou apenas as classificacdes de polaridade (positivo e negativo), a
inclusao de emocdes mais especificas, como no trabalho de Chaves, poderia fornecer
uma andlise mais rica. No entanto, os desafios de precisdo tendem a ser maiores,

devido a subjetividade envolvida na classificacdo de emocdes especificas.

4.2.3 Tannus (2017)

No trabalho de Tannus (2017), o Naive Bayes atingiu uma acuracia de 74,1%
ao classificar sentimentos em filmes indicados ao Oscar de 2017. No presente estudo,
o Naive Bayes obteve 77,2% ao classificar os tweets da base original. A ligeira
superioridade do presente estudo pode ser atribuida ao pré-processamento aplicado,

ao volume dos dados e a adequacdo dos dados ao contexto de Analise de

Sentimentos sobre o futuro econdmico do Brasil.
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4.2.4 Sintese Comparativa

A Tabela 6 resume os resultados de acuracia obtidos em cada um desses

trabalhos, facilitando a comparagéao entre eles.

Tabela 6 - Resultados de acuracia obtidos em cada trabalho.

Estudo Modelo Acuracia
Presente estudo NB-p6s pandemia 77,2% (dados originais)
Carvalho Filho (2014) Naive Bayes 85,5%

Chaves (2017) WordNet-Affect N&o aplicavel
Tannus (2017) Naive Bayes 74,1%
Tannus (2017) TextBlob 63,9%

Fonte: O autor.

Os resultados obtidos no presente trabalho demonstram uma performance
competitiva em relacdo aos estudos anteriores, com uma acurcia superior ao
trabalho de Tannus (2017). Isso indica que, embora o Naive Bayes seja uma técnica
simples, ele pode alcancar resultados eficazes dependendo da qualidade dos dados,

do pré-processamento e da natureza do problema.
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5 CONCLUSAO

Neste trabalho, foi apresentado o processo para realizar a Analise de
Sentimentos sobre o tema "Percepc¢des dos usuérios do Twitter em relagcdo ao futuro
econdmico do Brasil no periodo pés-pandemia”. O processo iniciou com a extracao
de dados do Twitter, seguido da criacdo de um modelo de classificacdo que permitiu
identificar e analisar as opinides dos usuarios sobre o tema, categorizando os tweets

COmo positivos ou negativos.

O modelo gerado demonstrou uma capacidade eficaz de analisar os tweets
coletados sobre o futuro econémico do pais, alcancando uma acuracia de 77,2%. Nos
novos dados, o modelo classificou 66,7% dos tweets como positivos e 71,4% como
negativos. Esses resultados indicam a eficacia do modelo ao lidar com novos
conjuntos de dados, destacando sua capacidade de generalizacdo e adaptacdo as

sutilezas dos sentimentos expressos nas redes sociais.

Além dos resultados obtidos, € importante ressaltar os desafios enfrentados ao
realizar a Analise de Sentimentos em dados extraidos da internet. A natureza dindmica
e nao estruturada desses dados apresenta obstaculos, como o tratamento de
ambiguidades linguisticas, sarcasmo e ironia, além da necessidade de lidar com
grandes volumes de informac¢des em constante evolugéo. Estes desafios ressaltam a
complexidade da tarefa e a necessidade continua de aprimoramento de algoritmos e
técnicas para garantir resultados mais precisos e robustos na Analise de Sentimentos

em contextos online.

Para futuras iteracdes deste trabalho, seria interessante considerar o uso de
técnicas de Deep Learning, como redes neurais, que tém se mostrado promissoras
na Analise de Sentimentos por sua capacidade de identificar padr6es mais complexos
e lidar melhor com nuances linguisticas. Outra possibilidade seria a incorporacéo de
analises multiniveis de emocgdes, como as propostas por Chaves (2017), classificando
0s tweets ndo apenas como positivos ou negativos, mas também em categorias como
alegria, medo, raiva e tristeza. Essa abordagem poderia proporcionar uma visdo mais

detalhada sobre as percepc¢des do publico.

Além disso, a aplicacdo do modelo a outras plataformas de redes sociais, como
Facebook ou Instagram, poderia fornecer uma analise mais ampla e comparativa do

sentimento coletivo em diferentes contextos. Essas expansfes nao apenas
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ampliariam o escopo da analise, mas também permitiriam verificar a robustez do

modelo em diferentes cenarios e fontes de dados.

Ao oferecer uma viséo clara sobre as opinibes expressas pelos usuarios do
Twitter, 0 modelo construido neste trabalho evidencia sua capacidade de discernir e
categorizar os tweets de maneira consistente, fornecendo insights valiosos sobre as
percepcdes em relacdo ao cenario econdmico poés-pandemia. Esses resultados
destacam a utilidade da Andlise de Sentimentos como uma ferramenta poderosa para
a compreensao do sentimento coletivo manifestado nas redes sociais, auxiliando na
tomada de decisdes e na formulacao de estratégias por parte de governos e empresas

gue buscam entender as reacdes da populacdo em tempos de incerteza.
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APENDICE A - CODIGO DE PRE-PROCESSAMENTO DOS TWEETS

import re

import nltk

from nltk.tokenize import word tokenize
from nltk.corpus import stopwords

from nltk.stem import WordNetLemmatizer

class PreProcessador() :
def init (self):
self.lemmatizer = WordNetLemmatizer ()
self.stopwords = set (stopwords.words ('portuguese'))
# Funcdo para processar texto
def processar (self, texto):
# Convertendo para minusculas
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texto = texto.lower ()

# Remover URLs e caracteres especiais

texto = re.sub(r'http\sS+', '', texto) # Remove URLS

texto = re.sub(r'\W', ' ', texto) # Remove caracteres especiais

texto = re.sub(r'\s+[a-zA-Z]\s+', ' ', texto) # Remove letras
isoladas

# Tokenizar o texto

tokens = word tokenize (texto)

# Remover stopwords

tokens = [token for token in tokens if token not in self.stopwords]

# Lematizar

tokens = [self.lemmatizer.lemmatize (token) for token in tokens]

# Retornar o texto processado como string

return ' '.join (tokens)

Etapas do pré-processamento:

e Converte para minusculas: Padroniza o texto, garantindo que "Economia” e

"economia” sejam tratados igualmente.

e Remove URLs e caracteres especiais: Elimina links e pontuacdes que podem

interferir na andlise, deixando apenas palavras relevantes.

e Tokenizacdo: Divide o texto em palavras (tokens), para que cada palavra

possa ser analisada separadamente.

e Remove stopwords: Exclui palavras comuns e irrelevantes, focando nas

palavras mais importantes.

e Lematizagcdo: Converte as palavras para suas formas base, como transformar

"correndo"” em "correr", o que ajuda a manter a consisténcia no texto.

¢ No final, o método retorna uma string com o texto limpo e normalizado, pronto

para ser utilizado em modelos de machine learning ou andlise de sentimentos.



APENDICE B: CODIGO DE TREINAMENTO E AVALIACAO DO MODELO DE
NAIVE BAYES

import pandas as pd

from sklearn.feature extraction.text import CountVectorizer
from sklearn.naive bayes import MultinomialNB

from sklearn.model selection import train test split

from sklearn.metrics import accuracy score

class GerenciadorDados () :
def init (self):
self.pre processador = PreProcessador ()

# Funcdo para carregar e processar dados de arquivos CSV

def carregar dados(self, caminho positivo, caminho negativo):
# Carregar dados positivos
dados positivos = self.extrair (caminho positivo)
dados negativos = self.extrair (caminho negativo)

# Processar os dados (remover stopwords, lematizacdo, etc.)
dados positivos processados =
[self.pre processador.processar (dadoll
dados negativos processados =
[self.pre processador.processar (dadoll

]) for dado in dados positivos]
]) for dado in dados negativos]
# Criar DataFrames

df positivos = pd.DataFrame (dados_positivos processados,
columns=["'tweet'])

df positivos['sentimento'] = 'positivo'

df negativos = pd.DataFrame (dados_negativos processados,
columns=["'tweet'])

df negativos['sentimento'] = 'negativo'

# Combinar os dados

dados_ combinados = pd.concat ([df positivos, df negativos],
ignore index=True)

return dados_ combinados

# Funcdo para extrair dados de um CSV
def extrair(self, caminho):
with open (caminho, 'r', encoding='utf-8') as arquivo:
dados_ carregados = reader (arquivo, delimiter=";")
return list (dados carregados)

# Carregando e pré-processando os dados

gerenciador = GerenciadorDados ()

dados = gerenciador.carregar dados ("tweets positivos.csv"
"tweets negativos.csv")

# Dividindo os dados em treino e teste
X = dados|['tweet']

y = dados|['sentimento']

X

train, X test, y train, y test = train test split(X, y, test size=0.2,

rgndomistate=42)

# Vetorizando os tweets

vectorizer = CountVectorizer ()

X train vect = vectorizer.fit transform(X train)
X test vect = vectorizer.transform(X test)
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# Treinando o modelo Naive Bayes
modelo = MultinomialNB ()
modelo.fit (X train vect, y train)

# Fazendo previsdes e calculando a acuracia
y pred = modelo.predict (X test vect)
acuracia = accuracy score(y test, y pred)
print (f'Acurécia: {acuracia * 100:.2f}%")

Etapas do processamento:

e Carregamento de Dados: Os tweets rotulados (positivos e negativos) sao
carregados a partir dos arquivos CSV e processados pelo PreProcessador.

e Divisdo dos Dados: Os dados sao divididos em treino (80%) e teste (20%)
para avaliar o desempenho do modelo.

e Vetorizacdo: O texto € transformado em uma matriz numérica para que o Naive
Bayes possa processar as informacgoes.

e Treinamento do Modelo: O modelo Naive Bayes é treinado usando o conjunto
de treino.

e Avaliacdo do Modelo: A acuracia é calculada comparando as previsdes com
os rotulos reais dos dados de teste, mostrando o desempenho do modelo.
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